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Zusammenfassung—Diese Arbeit betrachtet grundsitzliche
Aspekte der Datenstromvisualisierung und iiberpriift diese an-
hand eines erarbeiteten Proof of Concept. Im Prozess der
Datenstromvisualisierung sind unterschiedliche Komponenten
involviert, deren Aufgaben im theoretischen Teil der Arbeit
ausfiihrlich beschrieben sind. Die Prinzipien dieser Komponen-
ten wurden im Zuge des Proof of Concept anhand mehrerer
Anwendungsbeispiele erfolgreich praktisch umgesetzt und ange-
wandt. Das Proof of Concept betrachtet hierbei mehr als nur
die Visualierungskomponente, sondern bildet die vollstindige
Architektur von der Datenquelle zur Datenvisualisierung ab.
Dariiberhinaus stellt die Arbeit einen Ausblick iiber mogliche
Anwendungsbereiche des Machine Learning in Zusammenhang
mit der Datenstromvisualisierung vor.

Index Terms—Visualisierung, Datenstrome, Proof of Concept

I. EINLEITUNG

Visualisierungen erdffnen neue Perspektiven auf Daten. Die-
se besondere Sichtweise auf Daten ist deshalb so entscheidend
und wichtig, weil sich die damit er6ffnenden Perspektiven
auf keine andere Art und Weise schaffen lassen wiirden. Die
Verarbeitung von Datenstromen erfolgt meist automatisiert.
Datenstrome visuell aufzubereiten, ermoglicht tiefere Einbli-
cke in das System und kann dabei unterstiitzen, automatisierte
Entscheidungen hinzuzufiigen, anzupassen oder zu entfernen

[1].

A. Ziele der Visualisierung von Datenstromen

Es gibt viele Griinde fiir die Datenstromvisualisierung.
Visualisierungen lassen sich bereits in kleineren Anwendungs-
fillen gewinnbringend einsetzen [1]. Die nachfolgend unvoll-
standige Auflistung nennt einige wichtige Ziele der Daten-
stromvisualisierung:

« Abbildung des aktuellen Systemzustands

Herstellung hoherer Datendichten

Gewinnung neuer Erkenntnisse

Unterstiitzung bei Marketing-Entscheidungen
Aufdecken falsch getroffener Annahmen iiber die Daten

Beschleunigen des Verstindnisses iiber die Daten

B. Struktur der Arbeit

Die Arbeit ist wie folgt aufgebaut: In Abschnitt II werden
die grundlegenden Komponenten, die im Prozess von der
Datenquelle zur Datenvisualisierung beteiligt sind, erldutert.
Abschnitt III beschreibt wichtige Herausforderungen, die bei
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der Datenstromvisualisierung bestehen und gibt Losungskon-
zepte vor. Abschnitt IV vergleicht als Vorbereitung fiir das
Proof of Concept beliebte Visualisierungstools miteinander.
Abschnitt V beschreibt ausfiihrlich das Proof of Concept
mit den verwendeten Technologien und Werkzeugen, wel-
ches im Rahmen dieser Arbeit entwickelt wurde. Schlielich
gibt Abschnitt VI einen Ausblick auf das Zusammenspiel
von Machine-Learning-Ansitzen und der Datenstromvisuali-
sierung.

II. VON DER DATENAUFNAHME ZUR VISUALISIERUNG

Bei Datenstromvisualisierungen sind oft mehrere Kompo-
nenten involviert. Ein Datenstrom durchlduft diese Kompo-
nenten und wird typischerweise erst im letzten Schritt visua-
lisiert. Chellatan et al. [2] stellen einen moglichen Aufbau
der Komponenten und Interaktionen vor, der aus Abbildung 1
hervorgeht.

Die Datenstromquelle ist die Ausgangskomponente fiir den
Datenfluss. Dies konnen beispielsweise Wetterdaten, Flugda-
ten, Serveraktivititen, Log-Daten oder Outputs anderer Ap-
plikationen sein [3]. Die weiteren Komponenten, die in der
Architektur aus Abbildung 1 involviert sind, werden in den
folgenden Unterabschnitten jeweils ndher erldutert.

Datenstrom- Historische Daten——>»| ..
Visualisierung
Quelle
¢ —Batch-Verarbeitungj 7
Daten- Daten- Daten-
Aufnahme Persistierung Verarbeitung

A

persistierenJ

Echtzeit-Verarbeitung

Abbildung 1. Komponenten und Interaktionen der Datenstromvisualisierung

A. Datenaufnahme

Um die Daten aus externen Quellen im System zu verar-
beiten, miissen die Datenstrome zuverldssig iibertragen wer-
den. Hierzu dient die Datenaufnahme-Komponente, die das
Sammeln der Datenstrome aus verschiedenen Datenquellen
tibernimmt [2]. Dies wird oft durch Messaging-Systeme wie
Apache Kafka realisiert, da diese eine skalierbare, verléss-
liche und performante Moglichkeit bieten, um Datenstrome
zwischen unterschiedlichen Systemen zu transferieren [4].



B. Datenpersistierung

Wie aus Abbildung 1 hervorgeht, werden die aufgenom-
menen Daten im néchsten Schritt entweder persistiert oder
direkt weiterverarbeitet. Dabei wird unterschieden, ob die
Persistierung der Batch-Verarbeitung oder der Darstellung von
historischen Daten dient. In diesem Zusammenhang ist der
Einsatz mehrerer unterschiedlicher Datenbanken moglich.

Neben relationalen Modellen haben vor allem NoSQL-
Datenbanksysteme in den letzten Jahren Einzug erhalten.
Diese widersprechen einigen grundlegenden Konzepten rela-
tionaler Datenbanken, bieten jedoch mehr Flexibilitit und sind
fiir bestimmte Anwendungen besser geeignet [1].

Im Umfeld der Visualisierung von kontinuierlichen Daten-
stromen haben sich in den letzten Jahren Zeitreihendatenban-
ken etabliert. Diese sind fiir den Umgang mit Echtzeitdaten-
stromen optimiert, wodurch sowohl Abfragen fiir den aktuel-
len Datenstrom, als auch fiir kleinere historische Zeitrdume
performant moglich sind [S]. InfluxDB und Prometheus sind
zwei der beliebtesten Open-Source-Zeitreihendatenbanken und
werden im Laufe der Arbeit niher betrachtet.

C. Datenverarbeitung

Datenstrome miissen meist aufbereitet werden, bevor sie vi-
sualisiert werden konnen. Die Datenverarbeitungskomponente
ist fiir diese Aufgabe zustindig. Dabei werden Daten entweder
direkt aus der Datenaufnahme oder aus dem Datenspeicher
bezogen und anschlieBend Transformationen auf eben diese
angewendet. Haufig sind die Transformationen so aufgebaut,
dass im ersten Schritt unbrauchbare Daten herausgefiltert
werden, um die folgenden Transformationen nicht auf un-
brauchbare Datensidtze bzw. Attribute einzelner Datensitze
anzuwenden [1].

Die anschlieBenden Verarbeitungsschritte sind davon ab-
hingig, welche Daten in welcher Form von der Visualisie-
rungskomponente dargestellt werden sollen. Hierbei ist zu
beachten, dass dies in der Regel einfache Transformationen
wie Multiplikationen, Additionen, oder bei Batch-Daten Grup-
pierungen iiber den Schliissel sind, sodass die Verarbeitung
schnell abgearbeitet werden kann, damit die Daten in mog-
lichst Echtzeit visualisiert werden konnen [1]. Frameworks
wie Apache Spark, Apache Flink oder Kafka Streams werden
dabei hidufig eingesetzt, um eine performante, skalierbare und
verldssliche Verarbeitung von kontinuierlichen Datenstromen
zu ermoglichen [6].

D. Visualisierung

Zur Prisentation der Datenstrome gibt es verschiedenste
Visualisierungstechniken. Welche Form der Visualisierung ge-
eignet ist, hingt neben dem betrachteten Datenstrom auch
von der Intention der Visualisierung ab. Im Folgenden wird
kurz auf eine kleine Auswahl an Visualisierungsmoglichkeiten
eingegangen. Das Bar Chart eignet sich zum numerischen
Vergleich und der Gegeniiberstellung verschiedener Katego-
rien [7], etwa den Verkaufszahlen von Produkten. Line Charts
eignen sich zur Analyse und Prisentation von Trends. Bei
Liniendiagrammen ist insbesondere der zeitliche Kontext von
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Bedeutung [8]. Pie Charts werden eingesetzt, um einen schnel-
len Uberblick iiber die proportionale Verteilung der Daten
zu erhalten [9]. Die Darstellung mehrdimensionaler Daten
ist stark anwendungsspezifisch. Mogliche Pridsentationsformen
sind das 3D Bar Chart [10] oder geografische Karten. Fiir wei-
tere Visualisierungstechniken sei auf Nathan Yau verwiesen,
in dessen publizierte Arbeit ein Datensatz auf 25 verschiedene
Arten visualisiert wurde [11].

III. HERAUSFORDERUNGEN DER
DATENSTROMVISUALISIERUNG

In Abschnitt IT wurde der Prozess von der Datenaufnahme
zur Visualisierung und die darin beinhalteten Komponenten
erldutert. Die in der Architektur enthaltenen Komponenten
enthalten Herausforderungen, die bei der Umsetzung beriick-
sichtigt werden miissen. Nachfolgend wird ein Auszug grund-
legender Herausforderungen bei der Datenstromvisualisierung
erldutert und Losungsvorschlige prasentiert. Die Erkenntnisse
werden im Proof of Concept angewendet.

A. Grofie Datenvolumina

Eine wesentliche Herausforderung im Umgang mit kontinu-
ierlichen Datenstromen stellt die Verarbeitung groB3er Datenvo-
lumina dar. Ab wann Datenvolumina als grof3 gelten, ist meist
von der vorliegenden Infrastruktur und dessen Moglichkeiten
grole Datenmengen zu verarbeiten, abhingig. In Abschnitt II
wurde bereits beschrieben, dass in der Datenverarbeitung
zuerst moglichst viele Daten gefiltert werden sollen, sodass
nur noch fiir die Visualisierung relevante Daten verarbeitet
werden.

Unabhiéngig davon ist zu beachten, dass bei der Visuali-
sierung von Datenstromen nicht jeder neu erfasste Datensatz
in Echtzeit auf dem Dashboard visualisiert werden muss. Fiir
visualisierte Datenstrome in Form von Dashboards ist eine
Aktualisierung des Dashboards bei jedem neu eintreffenden
Datensatz oft nicht sinnvoll, weil dadurch der Analyst von
der hohen Informationsflut tiberfordert und somit der Mehr-
wert des Dashboards gemindert wird. Aragues beschreibt vier
verschiedene Moglichkeiten, mit grofen Datenvolumina zu
verfahren:

1) Hardware Bound: Beschreibt das Vorgehen, dass das
Limit der Verarbeitung davon abhingt, wie viel die zu-
grundeliegende Hardware verarbeiten kann. Das ist das
Verfahren, das automatisch entsteht, wenn keine weiteren
Einschriankungen festgelegt werden. Dies kann ein gutes
Verfahren sein, wenn in einer Cloud Umgebung die
Ressourcen erhoht werden, sobald die Last steigt [12].
Bei statischer Infrastruktur ist diese Vorgehensweise aus
mehreren Griinden nicht empfehlenswert. Es ist undurch-
sichtig, wie viele Daten verarbeitet wurden und wie viele
nicht, wodurch Unklarheit iiber den Datenstrom entsteht.
Dariiber hinaus kann der Echtzeitaspekt verloren gehen,
sofern immer nur alte Daten aus der Queue abgearbeitet
werden, die fiir Echtzeitdaten gehalten werden [1].
Sampling: Ein verlédsslicheres Verfahren bietet die Vorge-
hensweise Sampling. Dabei wird nur jeder n-te Datensatz

2)



betrachtet, wodurch die Last fiir die Verarbeitung verrin-
gert wird. Jedoch konnen wichtige Datensétze verloren
gehen [1].

Throttling: Beim Throttling wird eine Grenze fiir die
Anzahl an Daten festgelegt, die in einem bestimmten
Zeitraum verarbeitet werden konnen. Uberschreitet die
Datenmenge die festgelegte Maximalanzahl fiir diesen
Zeitraum, werden die iiberschiissigen Daten nicht be-
trachtet, bis das Zeitfenster abgelaufen ist [1].

Dynamic: Das Throttling und Sampling haben die Ein-
schriankung, dass die Konfiguration der Methode vom
Datenstromvolumen abhédngt. Das Volumen ist jedoch bei
vielen Datenstromen nicht konstant. Eine Erweiterung
zum Throttling und Sampling besteht darin, die Konfi-
gurationen je nach aktuellem Datenstromvolumen anzu-
passen. Dadurch wird beim Sampling vermieden, dass
bei geringem Datenvolumen zu wenige Werte verarbeitet
werden. Beim Throttling wird dadurch die Hardwareaus-
lastung konstant gehalten [1].

3)

4)

Bei den beschriebenen Ansdtzen konnen Daten verloren
gehen. Falls die zugrundeliegende Hardware in der Lage ist,
jeden Datensatz zu betrachten, sollte dieser Hardware-Vorteil
ausgenutzt und andere Moglichkeiten betrachtet werden, bei
denen keine Daten verloren gehen und der Informationsfluss
auf dem Dashboard dennoch kontrollierbar bleibt. Eine Mog-
lichkeit zur Realisierung besteht darin, in der Verarbeitungs-
komponente ein Zeitfenster zu definieren und alle eingehenden
Werte fiir dieses Zeitfenster zu ermitteln und dann einen
gemittelten Wert an die Visualisierung zu iibergeben. Dieser
Ansatz wird in Abschnitt V umgesetzt.

Neben den Moglichkeiten fiir den eingehenden Datenstrom,
lassen sich Optimierungen fiir die Verarbeitung der histori-
schen Daten in Betracht ziehen. Diese werden meist durch eine
Aggregation iiber einen bestimmten Zeitraum ermittelt. Um
diese Aggregation bei jedem neu eintreffenden Datensatz nicht
neu zu berechnen, kénnen die Ergebnisse vor-aggregiert und
dann mit den eintreffenden Datensitzen verrechnet werden.

B. Kontext

Der Kontext, der bei der Visualisierung dargestellt wird,
gilt als wesentlicher Aspekt, um den eintreffenden Datenstrom
in einen Bezug zu setzten. Dieser Bezug wird meist durch
historische Daten hergestellt. Eine Herausforderung besteht
darin, die richtigen Bezugsdaten zu verwenden, sodass eine
realitidtsnahe Einordnung des aktuellen Datenstroms mdoglich
ist [1].

Werden falsche Bezugsdaten gewihlt, kann ein falsches Bild
des Datenstroms entstehen und somit falsche Konsequenzen
abgeleitet werden. Bei einfachen numerischen Daten sind oft
Aggregationen, wie Durchschnittswerte iiber einen festgeleg-
ten Zeitraum oder Minimal- und Maximalwerte essenziell, um
eine grundlegende Einordnung des Datenstroms vornehmen
zu konnen. Weitere Kontextaspekte sind oft domidnenspezi-
fisch und konnen bei Dominenexperten erfragt werden [1].
Abschnitt VI gibt einen Ausblick dariiber, wie der Kontext
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durch Machine Learning-Ansétze automatisch berechnet wer-
den kann.

C. Ubersichtlichkeit vs. Informationsgehalt

A pattern I’ve observed over time in audiences is that
something that looks too detailed will be ignored by
nonspecialists, and something that looks too good
will be dismissed by specialists in that data field
[1].
Aus diesem Zitat geht hervor, dass die Zielgruppe fiir eine
bestimmte Visualisierung bekannt sein muss, um die Visua-
lisierung so zu gestalten, dass sie der Analysegruppe den
maximalen Mehrwert bietet. In Abschnitt III-A wurde bereits
angemerkt, dass eine Aktualisierung des Dashboards bei jedem
neu eintreffenden Datensatz oft zu einem Informationsiiber-
fluss auf dem Dashboard fithren kann. Dies kann jedoch fiir
einzelne Analyst:innen in bestimmten Szenarien sinnvoll sein.
Ein moglicher Ansatz, um fiir die unterschiedlichen Ana-
lysegruppen optimale Visualisierungen bereitzustellen, wire,
die gleiche Visualisierung mit unterschiedlichen Detailstufen
umzusetzen, sodass jedem Analysten die optimale Detailstufe
prasentiert wird. Dies bedeutet einen Mehraufwand, der be-
achtet werden muss. Denkbar ist auch ein einziges Dashboard,
welches durch Interaktionen detailliertere Informationen liefert

[1].

IV. VERGLEICH AUSGEWAHLTER DATENSTROM
VISUALISIERUNGSTOOLS

Durch den Trend der Visualisierung von kontinuierlichen
Datenstromen, sind in den letzten Jahren unterschiedliche
Tools entstanden, die die Visualisierung in nahezu Echtzeit
umsetzen. Im Folgenden werden vier unterschiedliche belieb-
te Echtzeit-Monitoring und Visualisierungstools kurz erldu-
tert und oberflichlich miteinander verglichen. Dies stellt die
Grundlage fiir die Entscheidung, welches Tool fiir das Proof
of Concept dieser Arbeit verwendet wird, dar. Da die Tools
grundlegende Unterschiede aufweisen, ist eine oberflichliche
Betrachtung ausreichend.

Tabelle I vergleicht die vier Open-Source-Tools Prometheus,
Graphite, Kibana und Grafana miteinander. Ribenzaft stellt
bereits einen Vergleich der Tools vor, jedoch wurden in dieser
Arbeit weitere Vergeleichsaspekte hinzugezogen [13].

Tabelle 1
VERGLEICH BELIEBTER VISUALISIERUNGSTOOLS
Prometheus Graphite | Kibana | Grafana
Dashboard Nein Ja Ja Ja
Datenspeicher Ja Ja Nein Nein
Datentype(n) Numerisch Numerisch Logs Sehr viele
Eingeschrinkt
Mobile Version tngeschrdniie Web-App App App
App
Visualisierungs- . .
. Gering Mittel Hoch Hoch
vielfalt
Open-Source Ja Ja Ja Ja
Release 2012 2006 2013 2014




Prometheus ist ein Tool, das mit durch eine enthaltene
Zeitreihendatenbank, kontinuierliche Datenstrome persistiert
und hauptsédchlich fiir das Alerting von erfassten Metriken
eingesetzt wird. Prometheus liefert eine eigene Abfragesprache
PromQL, mit der die Daten aus der Zeitreihendatenbank
abgefragt und visualisiert werden konnen, jedoch sind die
Visualisierungsmoglichkeiten insgesamt sehr beschrinkt [14].

Graphite ist eines der dltesten Tools, um Datenstrome
in Echtzeit zu visualisieren. Das Tool ist ebenfalls mit ei-
nem eigenen Datenspeicher ausgestattet und erlaubt neben
einfachen Transformationen auf die Echtzeit-Daten auch die
Visualisierung durch Graphen. Hierbei ist Graphite auf zwei
Visualisierungstypen (Punkt- und Liniengraphen) beschrinkt,
weshalb die Visualisierungsvielfalt in Tabelle 1 als mirtel
eingestuft wurde [15].

Kibana ist ein Visualisierungstool aus dem Elastic-Stack
und dafiir optimiert, Log-Daten grafisch aufzubereiten. Die
Log-Dateien miissen dafiir in Elastic-Search gespeichert wer-
den. Die Visualisierungsmoglichkeiten sind hierbei sehr viel-
faltig und mobile Darstellungen sind moglich. Kibana ist fiir
die Integration mit anderen Werkzeugen aus dem Elastic-Stack
optimiert [16].

Grafana ist unter den analysierten Visualisierungstools das
aktuellste Werkzeug. Es bietet dhnlich wie Kibana eine hohe
Visualisierungsvielfalt und ist nicht nur auf numerische Daten
beschriankt. Grafana bietet keine eigene Datenpersistierung,
wodurch die Kopplung zu anderen Systemen verhindert wird.
Die Anbindung unterschiedlicher Datenquellen wie Zeitreihen-
datenbanken, aber auch zu relationalen Datenbanksystemen
ist moglich. Auch die Anbindung an die Datenbanken der
vorgestellten Tools Prometheus und Graphite, kann realisiert
werden. Neben der grofen integrierten Auswahl an Anbin-
dungsmoglichkeiten, ist durch Plugins die Erweiterbarkeit der
Basisfunktionalititen moglich [17].

Alle analysierten Tools bieten auch die Moglichkeit, die
Daten auf einem mobilen Endgeridt zu betrachten. Dies ist
entweder durch die mobilen Apps oder durch die Web-
Applikation moglich, die bei allen Tools fiir mobile Gerite
optimiert ist. Fiir gewisse Darstellungen wird empfohlen, sepa-
rate Visualisierungen mit einem geringeren Informationsgehalt
fiir kleinere Gerite zu erstellen [1].

Obwohl Graphite durch die Architektur in einigen Aspekten
Vorteile im Vergleich zu anderen Visualisierungstools wie
Grafana aufweist, wird es durch die eingeschrinkten Visua-
lisierungsmoglichkeiten nur noch selten in der Praxis ver-
wendet. Prometheus kann die Daten zwar auch eingeschréinkt
visualisieren, jedoch wird fiir die Visualisierung der Daten
in Prometheus oft Grafana verwendet. Aufgrund der Eigen-
schaften der unterschiedlichen Tools, wurde Grafana fiir das
Proof of Concept in Abschnitt V gewdhlt. Es bietet moderne
Visualisierungsmoglichkeiten und durch die unterschiedlichen
Anbindungsméglichkeiten und Plugins eine hohe Flexibilitit.
Auflerdem ist die Einrichtung sehr unkompliziert.
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V. PROOF OF CONCEPT

In diesem Abschnitt wird das erarbeitete Proof of Concept
zur Visualisierung von Datenstromen genauer vorgestellt. Ziel
des Proof of Concept ist es, zu zeigen, wie sich kontinuierliche
Datenstrome visualisieren lassen. Als konkretes Anwendungs-
beispiel dient die Visualisierung von kontinuierlich eintreffen-
den Kursdnderungen von Kryptowihrungen.

An dieser Stelle sei darauf hingewiesen, dass das vorliegen-
de Proof of Concept weitaus mehr abbildet, als die letztend-
liche Visualisierung der Datenstrome. Der Aufbau deckt den
vollstindigen Datenfluss von der Datengenerierung iiber die
Vorverarbeitung und Persistierung, bis hin zur Visualisierung
ab. Grund fiir diese Architekturentscheidung ist die Relevanz
der in Abschnitt II vorgestellten Komponenten, die bei einer
Datenstromvisualisierung beteiligt sind.

Das Projekt zur Umsetzung des Proof of Concept ist quel-
loffen und unter folgender URL einsehbar: https://github.com/
DomenicDev/event-processing-pipeline.

A. Aufbau

Die in Abbildung 1 dargestellten Komponenten dienen als
Grundlage fiir den Aufbau des Proof of Concept. Abbildung 2
veranschaulicht den Aufbau und die verwendeten Technolo-
gien des Proof of Concept. Der Aufbau lésst sich wie folgt
zusammenfassen: Die Kursdaten werden mithilfe einer kleinen
Spring-Boot-Anwendung generiert und an den Message Bro-
ker Kafka gesendet. Eine Apache Beam-Applikation liest die
eintreffenden Kursdaten aus und fiihrt bereits eine erste Aggre-
gation durch und speichert die Ergebnisse in einer InfluxDB-
Datenbank. Apache Flink dient in diesem Zusammenhang als
Runner. Die Visualisierung der persistierten Daten iibernimmt
das Visualisierungstool Grafana.

Um die einfache Portierbarkeit und Wiederverwendbarkeit
des erarbeiteten Proof of Concept zu gewdhrleisten, sind die
einzelnen Komponenten und Werkzeuge in einer Containerum-
gebung (Docker) gekapselt. Alle Container befinden sich im
gleichen Netz, wobei jedem Container eine feste IPv4-Adresse
zugewiesen ist, wodurch eine einfache Kommunikation mit
anderen Containern iiber das (lokale) Netzwerk ermoglicht
wird.

B. Datenstromgenerierung

Die Generierung der Kursdaten iibernimmt eine Applika-
tion, die mithilfe des Spring Frameworks entwickelt wur-
de. Spring ermoglicht eine schnelle und einfache Einbin-
dung in Kafka. Die Daten selbst werden iiber den Echtzeit-
Streamingdienst Ably [18] zur Verfiigung gestellt. Dieser bie-
tet Client-Bibliotheken in mehreren Programmiersprachen an,
die iiber Anderungen informieren. Diese Arbeit verwendet
die Client-Bibliothek der Programmiersprache Java. Bei jeder
Kursidnderung wird eine Callback-Methode aufgerufen, die
aus den empfangenen Daten einen entsprechenden Kafka-
Datensatz, als Schliissel-Wert-Paar erzeugt. Als Schliissel dient
der Name der Kryptowihrung. Der Wert entspricht dabei dem
aktuellen Kurs. Diese Datensiitze werden im letzten Schritt
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Abbildung 2. Aufbau und verwendete Technologien des Proof of Concept

mithilfe des von Spring zur Verfiigung gestellten KafkaTem-
plate an das Kafka-Topic ,.finance” gesendet.

Die Anwendung liest die Kursidnderungsdaten exemplarisch
von zwei Kryptowihrungen aus: Bitcoin und Ethereum. Fiir
jede Kryptowidhrung liegen pro Sekunde mehrere Kursidnde-
rungen vor. Die genaue Anzahl variiert, jedoch lassen sich
mindestens etwa 10 Updates pro Sekunde beobachten. Die
Komponente, die den wesentlichen Teil der Datenstromge-
nerierung implementiert, ist in Quellcode 1 dargestellt. Ably
vermittelt die Kursinderungsdaten iiber ein Publish-Subscribe-
Modell [18]. Um bei Kursinderungen benachrichtigt zu wer-
den, muss fiir jede Kryptowédhrung eine Registrierung bei
einem Channel mit definierter Adresse mittels subscribe ()
erfolgen.

Quellcode 1. Auszug der Kryptowdhrungskursdatengenerierung
@Component
public class FinanceDataProducer {

private final KafkaTemplate<String, Double>
template;

public FinanceDataProducer (KafkaTemplate<String,
Double> template, @Value("${token}") String
token) throws AblyException {
this.template = template;
AblyRealtime realtime = new AblyRealtime (
token) ;

// subscribe to bitcoin updates

String chanName = "[product:ably-coindesk/
crypto-pricinglbtc:usd";
Channel bitcoinChannel = realtime.channels.

get (chanName) ;
bitcoinChannel.subscribe ( (MessageListener)
this::sendBitcoinMessage);

// subscribe to ethereum updates

String ethChannelName = "[product:ably-
coindesk/crypto-pricingleth:usd";
Channel ethereumChannel = realtime.channels.

get (ethChannelName) ;
ethereumChannel.subscribe ( (MessageListener)
this: :sendEthereumMessage) ;

}

private void sendBitcoinMessage (Message m) {
convertAndSend ("bitcoin", m);

}

private void sendEthereumMessage (Message m) {
convertAndSend ("ethereum", m);

}

private void convertAndSend(String key, Message
m) |
try {
Double data = Double.parseDouble ((String
) m.data);
sendMessage (key, data);
} catch (Exception e) {...
}
}
private void sendMessage (String key, Double
value) {
template.send("finance", key, value);

C. Datenstromverarbeitung und Persistierung

Der Abschnitt zur Datengenerierung vermittelt einen ersten
Eindruck iiber den Durchsatz des Datenstroms. Priméres Ziel
ist die Darstellung des zeitlichen Verlaufes der betrachteten
Kryptowihrungen. Das Speichern und Prisentieren jeder An-
derung als Datenpunkt ist daher aufgrund der hohen Anzahl an
Datenpunkte nicht sinnvoll und notwendig. Es ist ausreichend,
die empfangenden Werte iiber einen bestimmten Zeitraum
zu mitteln und diesen Durchschnittswert in der Zeitreihen-
datenbank abzulegen. Das ist die Motivation fiir die hier
beschriebene Vorverarbeitung durch Apache Beam.

Datensitze, die in Kafka eintreffen, werden von einer de-
finierten Beam-Pipeline ausgelesen, verarbeitet und in eine
InfluxDB-Datenbank geschrieben. Der schematische Aufbau
der Pipeline wird in Abbildung 3 veranschaulicht.

PCollection<KafkaRecord<String, Double>>

PCollection<KV<String, Double>>
>

>

Kafka
ToKV

PCollection<Kv<String, Double>>

InfluxDB |, PCollection<Kv<String, Double>>

Write |

Abbildung 3. Pipeline zur Datenstromverarbeitung mit Apache Beam
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Im ersten Schritt werden die Datensidtze mittels
KafkaIO.read() aus Kafka ausgelesen. Zur einfacheren
Weiterverarbeitung wird der Kafka-Datensatz in ein
Schliissel-Wert-Paar tiberfithrt. Alle Datensdtze werden
im Kontext eines Fensters mit einer festen zeitlichen
Linge von fiinf Sekunden betrachtet. Fiir jedes
Fenster und jeden Schliissel wird der Mittelwert der
Kursidnderungen berechnet. Dieser Durchschnittswert wird
im letzten Schritt in der Zeitreihendatenbank (InfluxDB)
gespeichert. Der Zeitstempel eines gespeicherten Datensatzes
entspricht dabei dem Zeitpunkt der Persistierung. Es
sei an dieser Stelle anzumerken, dass neben anderen
Zeitreihendatenbanksystemen auch relationale Systeme, wie
etwa MySQL oder PostgreSQL denkbar sind. Jedoch
sind Zeitreihendatenbanken insbesondere fiir  solche
Anwendungsfille ausgelegt worden.

Quellcode 2 stellt den wesentlichen Auszug der Pipeline-
Implementierung mit den verwendeten Transformationen dar.

Quellcode 2. Auszug der Beam-Pipeline mit Transformationen
PipelineOptions options PipelineOptionsFactory.
create () ;
options.setRunner (FlinkRunner.class) ;
Pipeline pipeline Pipeline.create (options);
pipeline.apply (KafkalIO.<String, Double>read()
.withKeyDeserializer (StringDeserializer.
class)
.withValueDeserializer (DoubleDeserializer.
class)
.withBootstrapServers ("10.0.0.20:9092")
.withTopic ("finance"))
.apply (ParDo.of (new KafkaToKV()))
.apply (Window.into (FixedWindows.of (Duration.
standardSeconds (5))))
.apply (Mean.perKey ())
.apply (ParDo.of (new InfluxDBWrite()));
pipeline.run() .waitUntilFinish();

Als Runner kommt Apache Flink zum Einsatz. Andere Run-
ner wie Apache Spark sind grundsitzlich ebenfalls moglich.
Aufgrund der einfachen Anbindung, sowie der iibersichtli-
chen Weboberfliche fiel die Wahl auf Apache Flink. Zur
Ausfithrung der Pipeline wird die Anwendung in ein Jar-
Archiv gepackt und dieses mithilfe der Weboberfliche von
Flink hochgeladen. Die Anwendung ldsst sich dann als Job
starten. Wihrend des Ausfithrens zeigt die Weboberfliche
detaillierte Laufzeitinformationen des Jobs an. In Abbildung 4
ist eine Beispielsitzung mit Apache Flink wihrend der Job-
Ausfiihrung dargestellt.

D. Datenstromvisualisierung

Zur Datenstromvisualisierung kommt Grafana zum Einsatz.
Grafana organisiert grafische Darstellungen in Dashboards.
Einem Dashboard lassen sich mehrere Panels hinzufiigen, die
einen oder mehrere Datensitze grafisch auf dem Dashboard
prasentieren. Ein Panel enthélt Informationen zur Datenquelle,
mogliche weitere Transformationen und Angaben zur gra-
fischen Aufbereitung. Es ist moglich, gelesene Datensitze
mit Grafana weiterzuverarbeiten, beispielsweise durch Anwen-
dung bekannter Aggregationen auf die Datensitze.
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Abbildung 4. Ausfithrung und Visualisierung der Pipeline mit Apache Flink

Die erforderlichen Schritte bis zur Visualisierung sind oft
dhnlich und lassen sich wie folgt zusammenfassen: Grafana
baut eine Verbindung zur Datenquelle (hier: InfluxDB) auf
und liest Daten anhand definierter Abfragen aus (hier: Abfra-
gesprache Flux). In diesem Zusammenhang wird der zeitliche
Kontext der Daten anhand des gespeicherten Zeitstempels
der Datensitze beriicksichtigt. Es werden nur Daten gelesen,
die innerhalb des angefragten Zeitintervalls liegen (z.B. der
letzten fiinf Minuten). Zuséatzlich werden die relevanten Felder
angegeben. Die daraus resultierenden Datensitze konnen bei
Bedarf nachtréglich gefiltert und transformiert werden.

Fiir die Prisentation der Kursdaten wurde der zeitliche
Kursverlauf einer Kryptowihrung mithilfe der Visualisierungs-
techniken 7ime Series dargestellt, welches einem Liniendia-
gramm entspricht. Zusétzlich veranschaulichen zwei Cand-
lestick-Diagramme die Kursinderungsrate der beiden Kryp-
towdhrungen. Fiir jede Kryptowidhrung wird zudem der letzte,
minimale und maximale Wert, sowie der Durchschnittswert
des betrachteten Zeitraums als Gauge angegeben, welches
immer einen schrumpfenden oder wachsenden Wert anzeigt.
Abgerundet wird das Dashboard durch ein RSS-Feed-Panel,
welches Kryptowihrung-bezogene Nachrichten darstellt, wo-
bei dieses direkt iiber Grafana eingebunden und somit nicht
Teil der Streaming-Pipeline ist. Im Dashboard kann das Aktua-
lisierungsintervall festgelegt werden. Fiir das Kurs-Dashboard
wurde ein Aktualisierungsintervall von fiinf Sekunden ge-
wihlt. Hiufigere Aktualisierungen sind nicht notwendig, da
nur alle fiinf Sekunden ein Datensatz in die Datenbank ge-
schrieben wird. Das Kurs-Dashboard und das Ergebnis der
Datenstromvisualisierung sind in Abbildung 5 dargestellt.

E. Modularitdit des Proof of Concept

Das vorliegende Proof of Concept ist eine allgemeine und
modulare Losung zur Datenstromvisualisierung. Durch die
Trennung der einzelnen Komponenten mit ihren spezifischen
Aufgabenbereichen lassen sich einzelne Bausteine der Archi-
tektur austauschen bzw. erweitern. Das Proof of Concept ist
nicht an das vorgestellte Kryptowihrungsbeispiel gebunden.
Belegen lédsst sich dies durch die Umsetzung eines zweiten
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Abbildung 5. Ergebnis der Kursdatenstromvisualisierung ausgewihlter Kryptowahrungen mit dem Visualisierungstool Grafana

Anwendungsbeispiels, etwa in Form einer Wetterdatenvisua-
lisierung. Um dieses Szenario in die bestehende Architektur
aufzunehmen, muss eine weitere Anwendung zur Datenstrom-
generierung entwickelt werden. Analog zum Kryptowéhrungs-
beispiel werden die Wetterdaten in ein eigenes Kafka-Topic
geschrieben, von einer weiteren Beam-Pipeline verarbeitet und
in der Zeitreihendatenbank gespeichert. AbschlieBend lassen
sich die Wetterdaten durch ein eigenes Wetter-Dashboard
préasentieren. Das zweite Anwendungsbeispiel ist ebenfalls Teil
der Projektstruktur. Fiir Details zur Implementierung sei auf
das Git-Repository des Projekts verwiesen. Das Ergebnis der
Wetterdatenstromvisualisierung fiir die Stadt Furtwangen im
Schwarzwald ist in Abbildung 6 dargestellt.

FE. Erweiterte Prisentationstechniken in Grafana

Grafana bietet noch mehr Visualisierungsmoglichkeiten, als
die im Hauptteil des Proof of Concept vorgestellten Tech-
niken. Fiir eine detaillierte Beschreibung der verschiedenen
Visualisierungen sei auf die Grafana-Website [17] verwiesen.
Wie bereits in Abschnitt II-D erldutert, besteht in einigen
Anwendungsfillen die Anforderung zur Prisentation mehrdi-
mensionaler Daten. Ein Beispiel hierfiir wiren Datenpunkte
mit Geo-Koordinaten (Langen- und Breitengrad) und einem
oder mehreren Werten. Im Zuge des Proof of Concept wurde
untersucht, wie sich solche mehrdimensionalen Daten mit
Grafana visualisieren lassen. Hierfir wurden zwei konkrete
Anwendungsbeispiele herangezogen, die im Folgenden kurz
vorgestellt werden. In beiden Féllen werden die Daten von
Grafana direkt von der Datenquelle iiber eine REST-API
abgefragt und visualisiert. Das heif3it, die zuvor vorgestellte
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Verarbeitungspipeline findet in diesen beiden Szenarien keine
Anwendung.

1) Covid-Karte fiir Deutschland und die Welt: Ziel dieses
Szenarios ist es, die aktuellen Covid-Infektionszahlen fiir
jedes Land der Welt auf einer Weltkarte darzustellen. Zudem
wird fiir Deutschland eine Auswertung auf Landkreisebene
vorgenommen. Die weltweiten Infektionszahlen wurden der
frei zugédnglichen Schnittstelle https.//api.covidl9api.com ent-
nommen. Die Hohe der Infektionszahlen fiir ein Land wird
durch die Grofe der gezeichneten Kreise dargestellt. Fiir
die landkreisbezogenen Zahlen der Deutschland-Karte wur-
de die Schnittstelle https.//public.opendatasoft.com verwendet
und die Infektionszahlen im Verhiltnis zur Bevolkerung des
Landkreises betrachtet. Durch eine Heatmap als Prisentati-
onstechnik lassen sich derzeitige Infektionsherde anschaulich
visualisieren. Das entsprechende Grafana-Dashboard fiir diese
Visualisierungen ist in Abbildung 7 dargestellt.

2) Flugradar fiir den europdischen Luftraum: Als zweites
Beispiel fiir mehrdimensionale Daten wurden Flugdaten im
europdischen Luftraum visuell aufbereitet. Als Schnittstelle
diente https://opensky-network.org. Im Gegensatz zum vorhe-
rigen Beispiel ist der Durchsatz des Datenstroms in diesem
Beispiel hoher. Neue Flugdaten liegen alle fiinf Sekunden
vor und konnen présentiert werden. Neben den Koordinaten
wird bei der Visualisierung der Flugzeuge auch die Rotation
des Flugzeugs beriicksichtigt. Weitere Aggregationen, wie das
Sortieren der Flugzeuge nach Zielland, sind méglich. Das Das-
hboard zur Visualisierung dieses Szenarios ist in Abbildung 8
dargestellt.
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Abbildung 7. Dashboard zur Visualisierung mehrdimensionaler Daten anhand von Infektionszahlen fiir Deutschland und die Welt

G. Echtzeitvisualisierung mit Grafana

Abbildung 2 zeigt Daten, die ab dem Zeitpunkt der Per-
sistierung nicht mehr ,,im Fluss“ sind. Grafana bezieht Daten
dann iiber Polling der Datenquelle. In manchen Anwendungs-
fillen ist es jedoch notwendig, den Datenstrom bis zur Visua-
lisierung kontinuierlich im Fluss zu halten. Diese Anforderung
liegt beispielsweise in Echtzeitanwendungen vor. Grafana bie-
tet seit Version 8 durch Grafana Live und weiteren neuen
Funktionen die Moglichkeit, solchen Echtzeitanforderungen
gerecht zu werden [19]. So zeigt beispielsweise die Arbeit
von Ali [20], wie sich mit Grafana Live und MQTT eine
Echtzeitvisualisierung von Sensordaten realisieren lisst.
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H. Herausforderungen

Das Proof of Concept war mit einer Reihe von Heraus-
forderungen verbunden. Die grofite Herausforderung bestand
in der Sicherstellung des korrekten Zusammenwirkens aller
Komponenten und Werkzeuge, sodass der in Abbildung 2 dar-
gestellte Datenstrom gegeben ist. Bedingt durch Entscheidung
zur Verwendung mehrerer Technologien war eine theoretische
sowie praktische Einarbeitung in eben diese erforderlich. Zu
Beginn war es herausfordernd, frei zugingliche und fiir diesen
Proof of Concept geeignete Datenstromquellen zu finden, was
dazu gefiihrt hat, dass anfinglich die Daten selbst generiert
und im spéteren Verlauf durch echte Quellen ersetzt wurden.



Total Flights

1159

Total Flights per Country

Abbildung 8. Dashboard zur Visualisierung von kontinuierlich stromenden Flugdaten in Europa

VI. AUSBLICK: MACHINE LEARNING UND
DATENSTROMVISUALISIERUNG

Viele Bereiche profitieren von den Moglichkeiten, die in
den letzten Jahren im Bereich des Machine Learnings (ML)
entstanden sind. In diesem Abschnitt wird ein Ausblick darauf
gegeben, inwiefern ML in Verbindung mit der Datenstrom-
visualisierung zum Einsatz kommen kann. Dafiir werden im
Folgenden die Darstellung des ML-Modells, die Dashboard-
Interaktion und Dashboard-Generierung betrachtet. Dadurch
werden mogliche Anwendungsszenarien aufgefiihrt, die keinen
Anspruch auf Vollstindigkeit haben, sondern einen Ausblick
in diesen Themenbereich liefern.

A. Darstellung des ML-Modells

Die Logik eines ML-Ansatzes nachzuvollziehen, stellt durch
die Komplexitit eine grofe Schwierigkeit dar. Hierbei kann
eine Visualisierung des Lernprozesses eine gute Moglichkeit
sein, um die Entwicklung besser verstehen und den aktuellen
ML-Modell Status nachvollziehen zu konnen [1]. Im Kontext
der Datenstromvisualisierung konnte der Ablauf so imple-
mentiert sein, dass der eintreffende Datenstrom als Eingabe
fiir ein Neuronales Netz dient und das Dashboard neben
dem Datenstrom und den historischen Daten, den Aufbau
und die Ergebnisse des ML-Ansatzes in Echtzeit darstellt.
Je nach ML-Ansatz konnen ML-Ergebnisse beispielsweise
durch Klassifikationsergebnisse, Scores, beriicksichtigte Featu-
res oder Gewichte dargestellt werden, die Bezug zum aktuellen
Datenstrom nehmen [1].

Das ML-Modell selbst grafisch darzustellen, kann durch die
Komplexitit schwierig realisierbar sein. Die Web-Applikation
Playground von Tensorflow [21] stellt eine anschauliche Vi-
sualisierungsmoglichkeit fiir den Aufbau und die Entwicklung
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eines Neuronalen Netzes dar. Bei umfangreichen Visualisie-
rungen von Neuronalen Netzen wire ein separates Dashboard
sinnvoll.

B. Dashboard-Interaktion

Durch die visuelle Einbindung des ML-Ansatzes in das
Dashboard kann der Analyst bei entsprechender Expertise
Riickschliisse iiber den Stand und die Giite des Modells treffen.
Um den Analysten noch mehr in den ML-Prozess einzubinden,
wire eine Interaktion mit dem Dashboard denkbar, wodurch
der Analyst direkten Einfluss auf den Lernprozess des ML-
Modells nimmt. Hierbei wiren unterschiedliche Interaktionen
moglich. Der Analyst konnte eine Erstklassifikation ausge-
wihlter Datensidtze aus dem eingehenden Datenstrom vor-
nehmen. Nachdem das Modell dadurch genug Testdaten hat,
kann es auf den Datenstrom angewendet werden und wie
in Abschnitt VI-A beschrieben koénnen dann die Klassifika-
tionsergebnisse auf dem Dashboard prisentiert werden. Eine
weitere Interaktionsmoglichkeit wire im nédchsten Schritt die
Validierung der vom ML-Modell errechneten Klassifikationen.
Das Feedback des Analysten soll dann an das trainierte Netz
weitergeleitet und dieses somit stetig verbessert werden [1].
Dabei ist zu beachten, dass diese Interaktionen implementie-
rungsintensiv sind. Grafana bietet die Moglichkeit, interaktive
Dashboards umzusetzen [17].

C. Datenselektion

In Abschnitt II-C wird beschrieben, dass bevor ein Dash-
board erstellt wird, entschieden werden muss, welche Daten
prasentiert werden sollen. Diese Entscheidung kann durch
ML-Modelle erleichtert und verbessert werden. Dafiir muss
vorerst ein Modell mit Datensdtzen und deren Relevanz fiir



die Prisentation auf dem Dashboard trainiert werden. Damit
konnen dann neue Datenstrome mit dhnlichen Strukturen
durch das Modell analysiert und die relevanten Daten fiir
das Dashboard berechnet werden. Dariiber hinaus konnte ein
darauf ausgelegtes Modell dann auch die entsprechende Visua-
lisierungskomponente bestimmen, die am besten fiir einzelne
Aspekte des Datenstroms geeignet ist. Denkbar wéren auch
Auskiinfte dariiber, wie die visuellen Komponenten auf dem
Dashboard angeordnet sein sollten. Eine Moglichkeit, um das
ML-Modell zu verbessern, wire die Analysten-Aktivititen auf
dem Dashboard mit in das Modell zu nehmen und dadurch
Riickschliisse iiber die Relevanz der einzelnen Komponenten
zu schlieBen [1]. VizRank bietet ein solches Modell, das aus
dem Datenstrom die relevanten Visualierungsaspekte extra-
hiert. Evaluierungen haben gezeigt, dass die Ergebnisse sehr
oft mit den manuell selektierten Visualisierungskomponenten
von Analysten iibereinstimmen [22].

Grundlage fiir alle vorgestellten Moglichkeiten ist eine
ausreichende Datenlage und eine geeignete Toolunterstiitzung.
Grafana bietet durch die Moglichkeit eigene Plugins anzu-
binden groBe Flexibilitdt, um die vorgestellten Mdoglichkeiten
umzusetzen. Der Mehraufwand fiir die Anbindung der ML-
Modelle muss mit dem dadurch gewonnenen Mehrwert in
Relation gesetzt werden, um entscheiden zu konnen, welche
Ansitze sinnvoll sind.

Wang et al. présentieren in der Arbeit A Survey on MLAVIS:
Applying Machine Learning Advances to Data Visualization
in Form einer umfangreichen Umfrage weitere Moglichkei-
ten, wie ML-Ansitze in Bezug auf die Datenvisualisierung
angewendet werden konnen [23].

VII. FaziT

Die Datenstromvisualisierung ist ein wichtiges Instrument,
um das aktuelle Datenverhalten im System zu iiberblicken
und Zusammenhénge visuell aufzubereiten, wodurch sich neue
Erkenntnisse iiber die Datenstrome gewinnen lassen. In dieser
Arbeit wurden die wesentlichen Komponenten, die in der
Datenstromvisualisierung involviert sind, aufgegriffen, erldu-
tert und die damit verbundenen Herausforderungen betrachtet.
Fir die Herausforderungen existieren unterschiedliche Lo-
sungsoptionen, die aufgefiihrt wurden. Im Proof of Concept
wurde die praktische Umsetzung der theoretischen Konzepte
anhand umfangreicher Beispiele aufgezeigt. Dabei wurden
einzelne Anpassungen der Interaktionen zwischen den invol-
vierten Komponenten vorgenommen, das grundlegende Kon-
zept konnte jedoch iibernommen werden. Durch den generi-
schen Architekturansatz konnten neue Visualisierungskompo-
nenten mit geringem Aufwand eingebaut werden. Schlielich
wurden durch den Ausblick Moglichkeiten présentiert, wie
Analyst:innen durch die Einbindung des Machine-Learning-
Prozesses in die Visualisierung direkt oder indirekt mit dem
Modell interagieren konnen, wodurch mehr Durchsicht und ein
optimiertes Machine-Learning-Modell entsteht. Insgesamt hat
die Arbeit wichtige theoretische Aspekte der Visualisierung
von Datenstromen aufbereitet und die Umsetzbarkeit durch das
Proof of Concept bewiesen.
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