
 

 

Funktionsweise und Vergleich der Algorithmen 
SIFT und ORB zur Werkstückerkennung 

 

  

 
Zusammenfassung— Ein System welches einem 

Industrieroboter die Erkennung von Werkstücken ermöglicht, 
kann mit verschiedenen Software-Ansätzen umgesetzt werden. 
Die Wahl des geeigneten Algorithmus muss dabei unter 
Berücksichtigung gewisser Anforderungen geschehen. Dabei 
soll eine hohe Zuverlässigkeit gegenüber abweichender 
Beleuchtung, Rotation und Perspektive gewährleistet werden. 

In diesem Paper wird die Funktionsweise von Algorithmen zur 
Objekterkennung anhand markanter Punkte (SIFT und ORB) 
und anhand Konturen (Douglas-Peucker-Algorithmus und 
Hough-Transformation) vorgestellt. Daraus resultiert eine 
bessere Eignung von SIFT und ORB im Kontext der 
Werkstückerkennung. Die Evaluation derer Performance bei 
der Erkennung eines Werkstückdummies zeigt, dass SIFT für 
die Erfüllung der definierten Anforderungen besser geeignet, 
ORB aber bei Rotation robuster ist. In Anwendungsfällen, in 
denen die Rotation eine Schlüsselanforderung ist und die 
Laufzeit ignoriert werden kann, ist also auch ORB eine Option.   

I. MOTIVATION 
 

Der industrielle Einsatz von Robotik wird im Zeitalter der 
Industrie 4.0 immer verbreiteter. Dabei ist das Ziel, Roboter 
immer flexibler und autonomer zum Einsatz kommen zu 
lassen. Um dies gewährleisten zu können, müssen Systeme 
in der Lage sein, zu bearbeitende Werkstücke unabhängig 
von Position und Orientierung zu erkennen, um mit diesen 
adäquat interagieren zu können. Die Robotik wird deshalb 
um ein „Robot Vision“-System erweitert. So können durch 
eine Roboter-Kamera aufgenommene Bilder lokal durch ein 
Bildverarbeitungssystem aufbereitet und analysiert werden 
[1]. 
Im weiteren Verlauf sollen sowohl einige Verfahren zur 
bildverarbeitungsgestützten Extraktion von Merkmalen als 
auch Algorithmen zur Objekterkennung vorgestellt und 
evaluiert werden. Evaluiert wird die Anwendbarkeit auf die 
Erkennung eines fiktiven Werkstücks.  
 

II. GENERISCHE OBJEKTERKENNUNG 
 

Für die Objekterkennung, gestützt durch Bildverarbeitung, 
wurden im Laufe der Zeit viele Techniken entwickelt. Diese 
sind in der Lage Merkmale von Objekten aus den Bildern zu 
extrahieren. Anhand dieser Merkmale können die Bilder 

kategorisiert und mit anderen vergleichbar gemacht werden 
[2]. 
 
Prinzipiell lässt sich sagen, dass Algorithmen, welche zur 
Objekterkennung genutzt werden, sich in drei Schritte 
unterteilen lassen [4].  
 

x Schritt 1: Detektion besonderer Merkmalspunkte, 
wie zum Beispiel Kanten, Konturen und markante 
Punkte, die sich von ihrem Umfeld abheben. 
Hierbei wird die Informationsmenge des 
aufgenommenen Bildes auf die essenziellen 
Informationen herunter gebrochen.   
 
 

x Schritt 2: Deskription der Merkmale durch das 
Betrachten der unmittelbaren Umgebung des 
Merkmals und dessen geometrischen 
Eigenschaften. Die Informationsmenge wird 
wieder erhöht und durch den Deskriptor in einen 
Vektor gespeichert. Auf diese Weise werden 
Merkmale eindeutig beschrieben und können so 
mit anderen verglichen werden. 
 

x Schritt 3: Zuordnung der Merkmale  durch das 
Vergleichen der Vektoren mit Vektoren aus der 
Datenbank und somit die Erkennung des Objekts. 

 
Für die Deskription und  Detektion  werden verschiedene 
Techniken verwendet. In diesem Kapitel soll ein Einblick in 
zwei dieser Techniken der Objekterkennung gegeben 
werden - die Objekterkennung anhand Konturen und die 
anhand markanter Punkte.  
Beschränkt wird sich auf diese beiden Techniken, da in 
verwandten Arbeiten bereits gute Ergebnisse unter 
Verwendung dieser erzielt wurden [19] [20]. Zusätzlich 
ermöglichen Bibliotheken vieler Programmiersprachen, 
insbesondere Java, Python, C, C++, eine adäquate  
Umsetzung. Ein Beispiel hierfür ist die freie Bibliothek 
OpenCV [21]. 
 

A. Objekterkennung anhand markanter Punkte 
Diese Algorithmen sollen markante Punkte innerhalb 
Bildern finden, welche invariant in Bezug auf Rotation, 
Skalierung und Bildverschiebung sind. Außerdem sollen 
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diese dabei nur minimal durch Verzerrungen oder Rauschen 
beeinflusst werden. Ein Vorreiter in Bezug auf die 
Detektion und Deskription markanter Punkte war David G. 
Lowe, welcher 1999 „Scale Invariant Feature Transform“ 
(SIFT) vorstellte. 
 

1) SIFT 
    

Der SIFT-Algorithmus arbeitet aus einem Bild Merkmale 
heraus, welche invariant in Bezug auf Skalierung sind. 
Deshalb wird die Informationsmenge des Bildes durch eine 
Unterabtastung verringert. Mithilfe des Gauß-Filters wird 
das unterabgetastete Bild A zu einem unschärferem Bild B 
umgewandelt. Dieses Vorgehen wird wiederholt bis eine 
immer unschärfer werdende Bildreihe A-E, bestehend aus 
fünf Bildern entsteht. Im weiteren Verlauf wird das letzte 
Bild dieser sogenannten Oktave in Höhe und Breite halbiert 
und erneut durch den Gauß-Filter bearbeitet, um die nächste 
Oktave zu erzeugen [4].  
 
Das Ziel ist es dabei einen Skalenraum L(x, y, 𝜎) aus einem 
Eingangsbild I(x, y) mithilfe einer Gauß-Konvolution G(x, 
y, 𝜎) mit variabler Standardabweichung  σ zu erzeugen [6]. 
 

𝐿(𝑥, 𝑦, 𝜎) = G(x, y, 𝜎) * I(x, y) 
 

G(x, y, 𝜎) =
1

√2𝜋 ⋅ 𝜎
∗ ⅇ−𝑥2+𝑦2

2𝜎2   

 
Jedes Bild einer Oktave wird im nächsten Schritt von 
seinem Nachbarn subtrahiert, wodurch eine zweite 
„Differenz-der-Gaußschen“ (DOG) Pyramide D(x, y, 𝜎) mit 
jeweils vier Bildern pro Oktave entsteht  (Abbildung 1) [4]. 
 
Dabei werden die beiden Bilder von einem konstanten 
Multiplikator k voneinander abgetrennt:  
 

𝐷(𝑥, 𝑦, 𝜎) = (𝐺(𝑥, 𝑦, 𝑘𝜎) − 𝐺(𝑥, 𝑦, 𝜎) ∗ 𝐼(𝑥, 𝑦) 
= 𝐿(𝑥, 𝑦, 𝑘𝜎) − 𝐿(𝑥, 𝑦, 𝜎) 

 

 
Abbildung 1: Skalenraum Quelle: [6, S. 6] 

Diese Differenz gibt an, ob sich ein bestimmter Punkt von 
einer zur nächsten Gauß-Iteration verdunkelt hat oder heller 
geworden ist.  
Ein Pixel ist dann ein Kandidat für einen Schlüsselpunkt, 
wenn er sich von allen seiner acht Nachbarn innerhalb der 

eigenen und von den jeweils neun in der oberhalb und 
unterhalb liegenden Schicht abhebt (Abbildung 2).   
So können für ein standardmäßiges Bild mit 512x512 Pixel 
circa 1000 potenzielle Schlüsselpunkte gefunden werden 
[4]. 
 

 
Abbildung 2: Maxima DOG Quelle: [6, S. 7] 

Für die Deskription der gefundenen Schlüsselpunkte werden 
nun Merkmale anhand der umliegenden Pixel bestimmt. 
Dieser sogenannte Deskriptor besteht aus 128 Vektoren und 
wird unter Berücksichtigung eines Histogramms der lokalen 
Gradientengröße m(x, y) und dessen Orientierung θ(x, y)  
bestimmt (Abbildung 3) [6]. 
 

𝑚(𝑥, 𝑦) = √(𝐿(𝑥 + 1, 𝑦) − 𝐿(𝑥 − 1, 𝑦))
2 + (𝐿(𝑥, 𝑦 + 1) − 𝐿(𝑥, 𝑦 − 1))

2
 

 
𝜃(𝑥, 𝑦) = 𝑡𝑎𝑛−1 ((𝐿(𝑥, 𝑦 + 1) − 𝐿(𝑥, 𝑦 − 1))/(𝐿(𝑥 + 1, 𝑦) − 𝐿(𝑥 − 1, 𝑦))) 

 

 
Abbildung 3: Deskriptor Quelle: [14, S.12] 

Als Rückgabewert des SIFT-Algorithmus erhält man eine 
Liste von markanten Punkten, welche durch ihre echten 
Koordinaten (x, y) ihre Oktave, ihr Unschärfegrad, ihre 
Referenzrichtung (Gradient) und den Deskriptor 
gekennzeichnet sind.   
 
Als eine Weiterentwicklung von SIFT wurde der „Speeded-
Up Robust Features“ (SURF) Algorithmus im Jahre 2007 
von Bay vorgestellt. Er bietet eine annähernd gleiche 
Robustheit und Zuverlässigkeit wie SIFT, ist aber in der 
Berechnungszeit der Deskriptoren doppelt so schnell. Beide 
dieser Algorithmen sind in den USA patentiert und nicht für 
den kommerziellen Gebrauch ohne Lizenz vorgesehen. 2011 
wurde von Rublee der Algorithmus „Oriented FAST and 
Rotated BRIEF“ (ORB) Algorithmus vorgestellt. Eben 
genannter setzt sich aus dem Detektions-Algorithmus 
„oFAST“ und dem Deskriptions-Algorithmus „rBRIEF“ 
zusammen.  
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2) ORB 
 
oFAST verwendet zur Detektion von Schlüsselpunkten 
(Eckpunkte) einen einzigen Parameter, die 
Intensitätsschwelle t zwischen einem zentralen Pixel C des 
Bildes und die in einem Ring herumliegenden Pixel. Dabei 
wird ein Radius von neun Pixeln benutzt (Abbildung 4). 
Wenn dabei beispielsweise N=12 Pixel gefunden werden, 
dessen Intensität I von C um mehr als t abweicht, so lässt 
sich sagen, dass C ein markanter Punkt ist. Um den 
Algorithmus schneller zu machen, wird ein gewisses 
Schema angewendet. Zuerst werden Pixel 1 und 7, sowie 4 
und 10 geprüft, ob die Abweichung der Intensität mehr als t 
beträgt. Falls dessen Intensität nicht höher oder niedriger als 
die von C ist, wird der Punkt verworfen. Falls dies nicht der 
Fall ist, werden die Restlichen geprüft. Im weiteren 
Vorgehen wird jeder weitere Pixel des Bildes so getestet [7]. 
Der Algorithmus weist laut Rublee et al eine hohe 
Wahrscheinlichkeit zur Detektion von Punkten auf Kanten 
auf. Um diese Punkte auszusortieren, wird der „Combined 
Corner and Edge Detector“ (CAED) von Chris Harris und 
Mike Stephens verwendet [8].  
oFAST erzeugt keine Multi-Skalen-Merkmale, stattdessen 
wird jede Ebene der Skalenpyramide unter 
Berücksichtigung des CAED auf Schlüsselpunkte 
untersucht.[7]. 

 
Abbildung 4 oFAST Keypoints Quelle: [7, S.4] 

Nach dem Finden der Schlüsselpunkte in der 
Skalenpyramide wird durch die Beobachtung der 
Intensitätsstufen rund um den Schlüsselpunkt ein 
Intensitätsschwerpunkt bestimmt. Der Moment des 
Schwerpunktes gibt eine Abweichung der Intensität einer 
Ecke im Vergleich zu ihrer Mitte. Dafür wird ein 1998 
vorgestelltes Verfahren von Paul Rosin angewendet [8]. 
Rosin beschreibt die Summe aller Momente m eines 
Patches, was der definierten Nachbarschaft eines 
Schlüsselpunktes entspricht, wie folgt: 
 

𝑚𝑝𝑞 = ∑𝑥𝑝𝑦𝑞𝐼(𝑥, 𝑦)
𝑋,𝑌

 

 
Mit den gefunden Momenten lässt sich der Schwerpunkt des 
Patches in Form des Mittelpunkts der Masse C finden: 
 
 

𝐶 =  (
𝑚10

𝑚00
,
𝑚01

𝑚00
) 

 
 

Durch einen konstruierten Vektor 𝑂𝐶⃗⃗⃗⃗  ⃗  vom Zentrum O der 
Ecke zum Schwerpunkt C kann die Ausrichtung 𝜃  des 
Patches dargestellt werden: 
 

𝜃 = atan 2(𝑚01,𝑚10) 
 

Mit den berechneten Informationen kann dann zu den 
Schlüsselpunkten ein Deskriptor mit Hilfe von rBRIEF  
berechnet werden. 
 
rBRIEF beschreibt das Bild in Form eines binären Vektors. 
Der Vektor umfasst die Beschreibung aller gefundenen 
Schlüsselpunkte, codiert in Nullen und Einsen. Im ersten 
Schritt wird das Bild zunächst durch ein Gaußsches Kernel 
geglättet. Dies beugt einer Anfälligkeit des Deskriptors 
gegenüber Rauschen vor. Für jeden gefundenen Patch wird 
ein Vergleich von zwei zufällig gewählten Pixel innerhalb 
des definierten Bereichs durchgeführt. Beide Pixel werden 
aus einer um den zentralen Pixel zentrierten Gaußschen 
Verteilung bestimmt. Der erste ist definiert durch die 
Standardabweichung σ und der zweite durch eine 
Abweichung von 𝜎

2
.  Wenn die Intensität des ersten Pixels 

nun heller ist als die des zweiten wird dem Pixelpaar eine 1 
zugeordnet, wenn nicht eine 0 (Abbildung 5). Danach wird 
ein neues Pixelpaar gewählt. 
 

 
Abbildung 5 rBRIEF Pixelpaare Quelle: [7, S5] 

Die Binärtests sind definiert wie folg. Dabei ist p(x) die 
Intensität p an einem Punkt x.  
 

𝜏(𝑝; 𝑥, 𝑦) = {1: 𝑝(𝑥) < 𝑝(𝑦)
0: 𝑝(𝑥) ≥ 𝑝(𝑦)} 

 
Der Vektor des Merkmals ist als Summe von n Binärtests 
definiert: 
 

𝑓𝑛(𝑝) ≔ ∑ 2𝑖−1𝑟(𝜌; 𝑥𝑖, 𝑦𝑖)
1<𝑖≤𝑛

 

 
So wird unter Berücksichtigung der Rotationsmatrix R und 
der Orientierung für jedes Feature ein binärer Deskriptor 
aufgestellt (Abbildung 6).  
 

 
Abbildung 6 rBRIEF Binärvektor Quelle: [7, S8] 
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B. Objekterkennung anhand Konturen 
Um eine Objekterkennung anhand der Konturen vornehmen 
zu können, müssen auf dem Bild zunächst die Kanten des 
Objektes erkannt werden, um es von seiner Umgebung 
abheben zu können. Für dieses Vorgehen wird der im Jahr 
1986 von John Francis Canny veröffentlichte Canny-
Detektor eingesetzt [13]. Die Kanten werden hierbei durch 
einen Vergleich der Pixel-Intensitäten ausfindig gemacht. 
Pixel, die an einer Kante liegen, weisen höhere Intensitäten 
auf als welche, die nicht auf Kanten liegen [10]. 
 
Für jeden Pixel wird mithilfe des Laplace- oder Sobel-
Operators der Gradient berechnet. Nur wenn ein definierter 
Schwellenwert überschritten wird, wird der Pixel als 
Kantenpunkt beibehalten. Das Ergebnis sind detektierte 
Kanten in Form von Polylinien. (Abbildung 7 ) [13]. 
 

 
Abbildung 7 Canny Detector Beispiel Quelle: Eigene Darstellung 

Für die Weiterverarbeitung der resultierenden Binärbilder 
können verschiedene Verfahren angewendet werden. Auf 
den Douglas-Peucker-Algorithmus und die Hough-
Transformation soll im weiteren Verlauf eingegangen 
werden.  
 

1) Douglas-Peucker-Algorithmus 
 

Mithilfe des Douglas-Peucker-Algorithmus lassen sich 
Polylinien glätten, indem eine vereinfachte Kurve aus einer 
Teilmenge der ursprünglichen Punkte erstellt wird. Die 
grobe Form der Kurve soll dabei aber beibehalten werden. 
Eine gegebene Kurve C besteht aus n Punkten 
 

𝐶 =  (𝑃1,,  𝑃2,  𝑃3,. .  𝑃𝑛,) 
 
und einer Distanzmaß-Toleranz ε > 0 (Abbildung 8) [14]. 
 

 
Abbildung 8 Douglas-Peucker Ausgangslinie Quelle: [14, S. 1] 

 

Zuerst wird der erste Punkt 𝑃1, und der letzte Punkt  𝑃𝑛, der 
Gerade markiert, um eine Linie zwischen diesen beiden 
ziehen zu können. Ausgehend von dieser Linie soll nun  𝑃𝑚 
gefunden werden. Dieser Punkt ist von der entstandenen 
Strecke am weitesten entfernt (Abbildung 9). Diese 
Entfernung wird als  𝑑𝑚𝑎𝑥, definiert und kann wie folgt 
dargestellt werden: 
 

𝑑𝑚 = 𝑚𝑎𝑥
𝑖=2…𝑛−1

 𝑑(𝑃𝑖, 𝑃1𝑃𝑛̅̅ ̅̅ ̅̅ ) 
 

 
Abbildung 9 Douglas-Peucker Schritt 1 Quelle: [14, S. 2] 

 
Der gefundene Punkt  𝑃𝑚  wird beibehalten und bildet mit 
dem Start- und Endpunkt die resultierende Kurve. 
Ausgehend von der neuen Kurve wird der nächste Punkt mit 
dem größten Abstand gesucht (Abbildung 10). Dieses 
Verfahren wird wiederholt, bis eine vereinfachte Kurve der 
originalen Version entsteht [14]. 
 

 
Abbildung 10 Douglas-Peucker Schritt 2 Quelle [14, S. 3] 

 
 

2) Hough-Transformation 
 
Die Hough-Transformation ermöglicht die Erkennung von 
geometrischen Figuren, wie Geraden oder Kreise aus einem 
Binärbild (Canny-Detector-Bild). Zur Identifizierung 
geometrischer Objekte werden zwei Räume erstellt. Der 
erste Raum ist der Bildraum, der das Bild in die 
Dimensionen x und y einteilt. Jeder gefundene Kantenpunkt 
P erhält somit eine eindeutige Koordinate P( 𝑥𝑖 , 𝑦𝑖 ) im 
Bildraum. Ziel ist es nun zum Beispiel Geraden zu finden, 
die Schnittpunkte mit zwei oder mehr Kantenpunkten haben. 
Die Gerade welche diese Eigenschaften erfüllt, kann als 
folgende Gleichung beschrieben werden [15]: 
 

𝑦𝑖 =  𝑚𝑥𝑖 +  𝑐 
 
Wenn man diese Gleichung nun umstellt, erhält man eine 
Geradengleichung mit den Parametern m und c. Daraus 
resultiert ein zweiter Parameterraum mit den Dimensionen 
m und c. Die Koordinaten eines Punkte welcher im 
Bildraum auf der gesuchten geraden liegt , wird im 
Parameterraum als eine Linie dargestellt (Abbildung 11).  
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Abbildung 11 Paramterraum Quelle: [15, S,3] 

Die resultierende Linie im Parameterraum zeigt also alle 
durch P(𝑥𝑖,𝑦𝑖) verlaufende Geraden. Dies lässt sich mit allen 
Kantenpunkten wiederholen, wodurch im Parameterraum 
immer mehr Linien generiert werden. Der Schnittpunkt der 
Menge an Linien gibt dann im weiteren Verlauf die Gerade 
an, welche durch alle der Kantenpunkte im Bildraum 
verläuft (Abbildung 12) [15]. 
 

 
Abbildung 12 Paramterraum Quelle: [15, S,4] 

 
Algorithmisch werden die Räume als Array umgesetzt, bei 
denen immer der Index inkrementiert wird, durch welchen 
die Linie im Parameterraum läuft. Der Schnittpunkt ergibt 
sich hierbei durch die Bestimmung der Maxima im Array – 
also die Indexe, welche die höchste Zahl aufweisen [15]. 
 
Das Ergebnis ist hierbei ein transformiertes Bild mit dem 
Zusatz der erkannten Kanten (Abbildung 13). 
 

 
 
 
 
 
 
 
 
 
 
 
 

 
 
 

 

III. EVALUIERUNG IM KONTEXT DER WERKSTÜCKERKENNUNG 
 

Für die Evaluierung der Verfahren soll ein Szenario in der 
Industrie betrachtet werden. Dabei muss ein an einem 
Fertigungsfließband positionierter Roboter in der Lage sein 
Werkstücke voneinander zu unterscheiden. Dazu soll eines 
der in Abschnitt II beschriebenen Verfahren zur 
Verarbeitung von Bildern verwendet werden.  
Da viele dieser Werkstücke eine gleiche Form aufweisen 
können, eignen sich Verfahren, welche eine Erkennung 
anhand von Konturen betreiben, weniger. Viel mehr eignet 
sich dafür die Objekterkennung anhand markanter Punkte, 
da diese die Alleinstellungsmerkmale der einzelnen 
Werkstücke besser extrahieren können. Zusätzlich ist zu 
sagen, dass diese Verfahren sehr verbreitet sind und auch in 
vielen Bibliotheken bereitgestellt werden [13]. 
 

A. Anforderungen an das System  
Im weiteren Verlauf möchten wir die Verfahren SIFT und 
ORB anhand von Performance-Tests miteinander 
vergleichen. Dazu sollen Test-Anwendungen mit der 
Bibliothek OpenCV erstellt werden, um ein Bild eines 
Werkstückdummies (Abbildung 14) zu verarbeiten und zu 
prüfen, ob und wie gut das System es erkennt. Die Tests 
sollen Auskunft über die Ausführungszeit, die Anzahl 
gefundener Features, die Anzahl der Matches und die 
Matchrate geben. Die Testfälle leiten sich aus den 
Anforderungen an ein Werkstückerkennungssystem 
innerhalb des oben geschilderten Szenarios ab. Diese sind 
die Folgenden: 
 

x Intensität: Das System muss ein Werkstück 
unabhängig von schwankenden Lichtverhältnissen 
erkennen und zuordnen können.  
 

x Rotation: Das System muss unabhängig der 
Ausrichtung des Werkstücks in der Lage sein 
dieses zu erkennen.  
 

x Verzerrung: Das System muss das Werkstück 
unabhängig der Perspektive und Verzerrung 
erkennen und zuordnen können. 
 

x Laufzeit: Das System muss bei der Erkennung und 
Zuordnung der Werkstücke eine möglichst 
minimale Laufzeit aufweisen.  
 

x Merkmalsausprägung: Das System muss 
Merkmale so gut ausprägen, dass die 
Wahrscheinlichkeit der Erkennung möglichst 
maximal ist. 

 

 
Abbildung 14 Original-Werkstück Quelle: [18, S. 1] 

Abbildung 13 Hough-Transformation Quelle: 
Eigene Darstellung 
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B. Tests zur Evaluierung der Verfahren 
 
Zu Beginn wird Bild des Werkstücks in seinem 
ursprünglichen Zustand belassen und durch die beiden 
Algorithmen verarbeitet. Auf Basis der resultierenden 
Merkmale können später dann Match-Versuche 
vorgenommen werden. Es soll getestet werden welcher der 
beiden Algorithmen die definierten Anforderungen am 
besten erfüllt. Hierfür wurden Testfälle definiert, in denen 
das ursprüngliche Bild unterschiedlich bearbeitet wurde, um 
die in den Anforderungen geschilderten Szenarien zu 
simulieren.  
Die Test-Anwendungen wurden in Python geschrieben und 
sind im Anhang enthalten.  
 

1) Tesfall: Intensität 
 

Für den ersten Test wurde das Originalbild einer höheren 
Beleuchtung unterzogen und durch die beiden Algorithmen 
gematcht (Abbildung 15 & 16). Die Ergebnisse sind in 
Tabelle 1 dargestellt. 
 
 

 
Abbildung 15 SIFT Quelle: Eigene Darstellung 

 
 

 
Abbildung 16 ORB Quelle: Eigene Darstellung 

 
 

 Zeit 
in 
sec 

Features1 
Original 

Features 
Bearbeitet 

Gemeinsame 
Features 

Rate 
(%) 

SIFT 0,29 960 663 102 13 
ORB 1,44 500 500 15 3 

Tabelle 1: Ergebnisse Intensität-Test 

 
 
 

 
1 Features = markante Punkte 

2) Testfall: Rotation 
 

Im zweiten Testfall wurde das Original einmal um 180° 
(Abbildung 17 & 18) und einmal um 90° (Abbildung 19 & 
20) gedreht. Die Ergebnisse sind in Tabelle 2 und 3 
dargestellt. 
 

a) Rotation um 180° 
 

 
Abbildung 17 SIFT Quelle: Eigene Darstellung 

 

 
Abbildung 18 ORB Quelle: Eigene Darstellung 

 
 

 Zeit 
in 
sec 

Features 
Original 

Features 
Bearbeitet 

Gemeinsame 
Features 

Rate 
(%) 

SIFT 0,29 960 998 673 68,77 
ORB 1,44 500 500 440 88,00 

Tabelle 2: Ergebnisse Rotations-Test 180° 

 
b) Rotation um 90° 

 
 

 
Abbildung 19 SIFT Quelle: Eigene Darstellung 
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Abbildung 20 ORB Quelle: Eigene Darstellung 

 
 

 Zeit 
in 
sec 

Features 
Original 

Features 
Bearbeitet 

Gemeinsame 
Features 

Rate 
(%) 

SIFT 0,30 960 993 747 76,5 
ORB 1,48 500 500 449 89,8 

Tabelle 3: Ergebnisse Rotations-Test 90° 

 
3) Testfall: Verzerrung  

 
Für den dritten Testfall wurde das Bild verzerrt, um eine 
andere Perspektive zu simulieren (Abbildung 21 & 22). Die 
Ergebnisse sind in Tabelle 4 dargestellt. 

 
 

 
Abbildung 21 SIFT Quelle: Eigene Darstellung 

 

 
Abbildung 22 ORB Quelle: Eigene Darstellung 

 
 Zeit 

in 
sec 

Features 
Original 

Features 
Bearbeitet 

Gemeinsame 
Features 

Rate 
(%) 

SIFT 0,26 960 615 385 51,35 
ORB 1,48 500 500 54 10,80 

Tabelle 4: Ergebnisse Verzerrungs-Test 

 

IV. FAZIT  
Zusammenfassend lässt sich sagen, dass der ORB-
Algorithmus eine bessere Performance für die Anforderung 
Rotation liefert. Hier wurde eine Match-Rate von 88 % 
erreicht, wohingegen SIFT nur mit knapp 69 % abschließt. 
In allen anderen Bereichen kann der SIFT-Algorithmus 
besser abschneiden. Die Match-Rate in den Bereichen 
Verzerrung, Intensität sind um einiges besser als die des 
ORB-Algorithmus. Auch in Sachen Laufzeit kann der SIFT-
Algorithmus punkten, da er nur ein Viertel der Zeit benötigt 
im Vergleich zu ORB. Für die Anforderung der 
Merkmalsausprägung resultierte für SIFT auch eine bessere 
Match-Quote. Bei Rotation kann ORB zwar einen höheren 
Wert aufweisen, wobei der Wert von SIFT mit knapp 69 % 
bei einer Drehung von 180° und 76% bei einer Drehung von 
90° auch nicht schlecht ist.  
 
Der SIFT-Algorithmus ist also für die Erfüllung der 
definierten Anforderungen besser geeignet. Trotzdem ist 
ORB eine hohe Robustheit gegenüber Rotation 
zuzurechnen. Deshalb kann in anderen Anwendungsfällen, 
in denen die Rotation eine Hauptanforderung ist und von der 
Laufzeit abgesehen werden kann,  ORB gewählt werden.  
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ANHANG  
 

A. SIFT Python-Code 
 

1     import numpy as np 
2     import cv2 
3     import time 
4  
5     # Image laden 
6     img1 = cv2.imread('Werkstueck.jpeg') 
7     img2 = cv2.imread('Verzerrung.jpeg')  
8  
9     start = time.time()  
10 
11    # Initialisierung von SIFT 
12    sift = cv2.SIFT_create() 
13 
14    # Suche nach markanten Punkten und 
Deskriptoren mit SIFT 
15    kp1, des1 = sift.detectAndCompute(img1,None) 
16    kp2, des2 = sift.detectAndCompute(img2,None) 
17 
18    # Anzahl von markanten Punkten anzeigen 
19    print(len(des1)) # Werkstück 
20    print(len(des2)) # Getestetes Bild 
21 
22    # BFMatcher mit default params 
23    bf = cv2.BFMatcher() 
24    matches = bf.knnMatch(des1,des2, k=2) 
25 
26    # übereinstimmende markante Punkte  
27    good = [] 
28    for m,n in matches: 
29        if m.distance < 0.75*n.distance: 
30            good.append([m]) 
31 
32    end = time.time() 
33 
34    # Ausgabe Berechnungszeit 
35    print("Berechnungszeit SIFT: " ,end-start, " 
Sekunden") 
36 
37    # Ausgabe Anzahl übereinstimmende markante 
Punkte 
38    print("uebereinstimmende markante Punkte:", 
len(good)) 
39 
40    final_img = 
cv2.drawMatchesKnn(img1,kp1,img2,kp2,good,None,fla
gs=2) 
41    final_img = cv2.resize(final_img, 
(1000,650)) 
42      
43    # Anzeige von Bild 
44    cv2.imshow("Uebereinstimmende markante 
Punkte", final_img) 
45    cv2.waitKey(10000) 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
 
 

B. ORB-Python-Code 
 

1     import numpy as np 
2     import cv2 
3     import time 
4  
5     # Image lesen 
6     img1 = cv2.imread('Werkstueck.jpeg') 
7     img2 = cv2.imread('Verzerrung.jpeg')  
8  
9     start = time.time()  
10 
11    # Initialisierung von ORB 
12    orb = cv2.ORB_create() 
13 
14    # Suche nach markanten Punkten und 
Deskriptoren mit ORB 
15    kp1, des1 = orb.detectAndCompute(img1,None) 
16    kp2, des2 = orb.detectAndCompute(img2,None) 
17 
18    # Anzahl von markanten Punkten anzeigen 
19    print(len(des1)) # Werkstück 
20    print(len(des2)) # Getestetes Bild 
21 
22    # BFMatcher mit default params 
23    bf = cv2.BFMatcher() 
24    matches = bf.knnMatch(des1,des2, k=2) 
25 
26    # übereinstimmende markante Punkte  
27    good = [] 
28    for m,n in matches: 
29        if m.distance < 0.75*n.distance: 
30            good.append([m]) 
31 
32    end = time.time() 
33 
34    # Ausgabe Berechnungszeit 
35    print("Berechnungszeit ORB: " ,end-start, " 
Sekunden") 
36 
37    # Ausgabe Anzahl übereinstimmende markante 
Punkte 
38    print("uebereinstimmende markante Punkte:", 
len(good)) 
39 
40    final_img = 
cv2.drawMatchesKnn(img1,kp1,img2,kp2,good,None,fla
gs=2) 
41    final_img = cv2.resize(final_img, 
(1000,650)) 
42      
43    # Anzeige von Bild 
44    cv2.imshow("Uebereinstimmende markante 
Punkte", final_img) 
45    cv2.waitKey(10000)  
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