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Zusammenfassung—Diese Arbeit betrachtet den Gebrauch
mittels Reinforcment Learning entwickelter Abfrageoptimie-
rer (Query-Optimierer). Herkömmliche Abfrageoptimierer sind
komplexe, heuristisch gesteuerte Systeme, welche zur Wahl eines
effizienten Ausführungsplanes in einem Datenbankmanagament-
system verwendet werden. Dabei gehören Abfrageopimierer zu
den am besterforschten Feldern des Datenbanksystemumfeldes.
Trotz allem erfordert die Anpassung eines Abfrageoptimierers an
eine bestimmte Datenbank viel Zeit und Expertenwissen. Diese
Arbeit zeigt, dass auf Reinforcement Learning basierende Query-
Optimierer State of the Art Optimierer übertreffen können.
Hierzu werden drei mögliche Umsetzungen präsentiert.

Index Terms—Reinforcement Learning, Query-Optimierer,
Kostenbasierte Abfrageoptimierer, Maschinelles Lernen in Da-
tenbanken

I. EINLEITUNG

Die Leistungsfähigkeit eines Datenbank-Management-
Systems (DBMS) hängt erheblich von der effizienten
Ausführung einer Structured Query Language (SQL)
Anweisung ab [1]. Über die letzten Jahre hinweg wurden
deshalb sogenannte Abfrageoptimierer stetig optimiert
und weiterentwickelt. Aufgabe der auch als Query-
Optimierer bezeichnenden Datenbank-Komponente ist
die Transformierung einer SQL-Abfrage in einen effizienten
Ausführungsplan zum Laden von Daten aus einer Datenbank.
Trotz einer langen Forschungsgeschichte ist es bis heute
eine große Herausforderung, optimale Abfragestrategien zu
ermitteln [2].

Durch leistungsfähigere Hardware und die damit verbunde-
nen Durchbrüche bei maschinellen Lernverfahren sind in den
letzten Jahren vermehrt Versuche zu beobachten, Künstliche
Intelligenz (KI) in Abfrageoptimierern zu integrieren [3]–[5].

Mit dieser Arbeit soll ein Überblick über die allgemei-
nen Einsatzmöglichkeiten von Maschinellem Lernen (ML)
im Datenbankumfeld geschaffen, sowie der Einsatz von KI
in Optimierern näher beleuchtet werden. Besonderen Fokus
legt die Arbeit dabei auf den Einsatz von Methoden des
Bestärkenden Lernens (Reinforcement Learning, RL) zum
Auffinden optimaler Query-Pläne. Dazu wird die Entwicklung
der Query-Optimierer ReJOIN [3], Neo [4] und Bao [5] näher
erläutert und ihre Funktionsweise dargestellt.

II. MASCHINELLES LERNEN IM DATENBANKUMFELD

Maschinelles Lernen dringt immer weiter in nahezu jeden
Bereich unseres Lebens vor. Speziell in der Industrie scheint
diese Technologie ein entscheidender Faktor der langfristigen
Konkurrenzfähigkeit zu sein [6]. Es ist nicht verwunderlich,
dass maschinelles Lernen auch vor den Datenbanken nicht
Halt gemacht hat. Gerade in den letzten Jahren haben viele
Datenbankentwickler ihren Systemen eine Vielzahl von KI-
Funktionen hinzugefügt. Optimierungen betreffen primär Usa-
bility, Administration, Query-Optimierung und Bereitstellung
von Daten für KI-Anwendungen [7].

In Folgenden werden die Teilgebiete genauer erläutert.

A. Usability

Im Hinblick auf die Usability sollen Datenbanksysteme für
fachfremde Personen zugänglicher gemacht werden. In diesem
Bereich wird versucht, Datenbankabfragen so zu gestalten,
dass diese auch von Nicht-Experten durchgeführt werden
können. In der praktischen Umsetzung bedeutet dies, dass
Datenbankabfragen bspw. nicht nur über SQL, sondern auch in
der Muttersprache des Benutzers ausgeführt werden können.
Eine mögliche Umsetzung dazu bietet Natural Language Pro-
cessing.

Des Weitern sollen Datenbankmanagementsysteme Daten
zurückliefern, auch wenn Suchanfragen nicht korrekt definiert
oder unvollständig sind [7].

B. Administration

Einer der wichtigsten Einsatzbereiche von ML-Systemen
im Datenbankumfeld ist die Systemadministration. In diesem
Bereich haben Datenbankersteller den menschlichen Faktor als
den entscheidende Fehlerfaktor identifiziert. Schätzungen zu-
folge sind 75 Prozent der Gesamtkosten im Datenbankumfeld
auf den Menschen zurückzuführen. Vorwiegend wird deshalb
versucht, menschliche Einflüsse zu minimieren. Dies geschieht
durch die automatische KI-Überwachung von Datenbankope-
rationen. Werden Fehler entdeckt, kann die Anwendung Maß-
nahmen treffen, um beispielsweise Performance-Problemen
entgegenzuwirken [7].
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C. KI-Datenbanken
Das Modelltraining von Neuronalen Netzen (NN) ist in der

Regel sehr zeit- und datenintensiv. Insbesondere in verteilten
Systemen müssen viele Daten übermittelt werden. Aus diesem
Grund erweitern viele Datenbankhersteller ihre Produktpalette
im Hinblick auf die Bereitstellung von Daten für das maschi-
nelle Lernen. Häufig wird hierbei betont, dass die Daten nicht
mehr zu der Anwendung gebracht werden sollen, sondern die
Anwendung zu den Daten [7].

D. Query-Optimierung
Ein häufig untersuchter Bereich der Datenbankoptimierung

ist die Abfrageoptimierung (Query-Optimierung). Hier steht
eine möglichst effiziente Ausführung der Datenbankabfrage
im Fokus. Datenbankabfragen bestehen oft aus einer Vielzahl
von Unterabfragen, die unterschiedlich viel Zeit in Anspruch
nehmen. Die Wahl der Verknüpfungsreihenfolge (Join-Order)
von Unterabfragen ist hierbei ein ausschlaggebendes Kriterium
zur effizienten Ausführung einer Datenbankabfrage [1]. Neben
der Auswahl der Join-Order müssen Optimierer zahlreiche
weiter Operatoren bestimmen. Ein solcher Optimierer kann
dabei mittels Methoden des ML entwickelt werden [8].

E. Kommerzielle Umsetzungen
Viele namhafte Hersteller von Datenbanksystemen haben ih-

re Produkte um ML-Funktionalitäten erweitert. Allerdings er-
wecken die derzeitigen Umsetzungen den Eindruck, dass kein
klarer Konsens darüber gefunden wurde, wie ein Datenbank-
System im Zeitalter des maschinellen Lernens aussehen soll.
Klar scheint zu sein, dass Oracle und IBM sich dabei eine der
führenden Rollen erarbeitet haben [7].

III. DATENBANKOPTIMIERER

Der Query-Optimierer ist eine Komponente des Datenbank-
systems. Aufgabe des Optimierers ist es, Datenbankabfra-
gen möglichst schnell und ressourcenschonend auszuführen.
Optimierer kommen dabei in den unterschiedlichsten Daten-
banken zum Einsatz. Es existieren zwar Datenbank-Systeme
ohne Query-Optimierer, diese sind allerdings selten und stel-
len somit eine Ausnahme dar. Grundsätzlich kann man an-
nehmen, dass jedes Relationale Datenbankmanagementsystem
(RDBMS) einen solchen Optimierer besitzt [2]. Im wei-
teren Verlauf dieses Kapitels werden insbesondere Query-
Optimierer für RDBMS näher betrachten.

Grundlage für die Abfrage von Daten im RDBMS sind
deklarative SQL-Anweisungen. Mit diesen wird lediglich de-
finiert, welche Informationen aus der Datenbank benötigt
werden. Vorgaben, wie diese Daten aus dem RDBMS geladen
werden sollen, gibt es keine, dies ist die Aufgabe des Optimie-
rers. Query-Pläne sind mögliche Ausführungsstrategien für die
ursprüngliche SQL-Anweisung. Sie betrachten unter anderem
die Verwendung verschiedener Verknüpfungsmethoden (z. B.
Merge Scan oder Hash Join), sowie die Wahl, im laufenden
Betrieb einer Abfrage unterstüzende Datenstrukturen aufzu-
bauen. Weitere zahlreiche Methoden werden in einem Que-
ryplan bestimmt. Die zu Grunde liegende Komplexität einer

SQL-Anweisung bestimmt die Anzahl an daraus ableitbaren
Query-Plänen. Dabei sind alle Pläne in Bezug auf ihr End-
ergebnis gleichwertig, unterscheiden sich aber in ihren zur
Ausführung benötigen Zeiten [2].

Im Allgemeinen existieren zwei Arten von Optimierer zur
Wahl eines effizienten Ausführungsplanes:

• Regelbasierte Optimierer
• Kostenbasierte Optimierer

Da die regelbasierten Optimierer im Umfeld von relationalen
Datenbanken kaum eine Rolle mehr spielen, geht diese Arbeit
nun genauer auf die Funktionseise der kostenbasierten Opti-
mierer ein [9].

A. Kostenbasierte Optimierer

Spricht man von Query-Optimierer, ist meist der kostenba-
sierte Optimierer gemeint. Dies ist die gängigste Optimierer-
Art in RDBMS [9].

Die Abbildung 1 stellt die Funktionsweise eines kostenba-
sierten Query-Optimierers dar. Nachfolgend wird diese Funk-
tionsweise erläutert.

Abbildung 1. Funktionsweise eines kostenbasierten Optimierers.

Aus einer gegebenen SQL-Anweisung wird ein Satz an
möglichen Query-Plänen erstellt. Im nächsten Schritt werden
den Query-Plänen Kosten zugewiesen. Die Zuweisung der
Kosten zu einem Query-Plan wird mittels des Kostenmodelles
des Optimierer geschätzt. Hierbei nimmt das Kostenmodell
des Optimierers zur Zuweisung sogenannte Statistiken zur
Hilfe. Statistiken sind Informationen über den Datenbestand
der Datenbank. Sie beinhalten bspw. Informationen über die
Maxima- und Minima-Werte von Tabellenspalten, sowie die
Datenverteilung in den Datenbanktabellen. Mit diesen schätzt
das Kostenmodell unter zuhilfenahme heuristischer Methoden
aus der mathematischen Statistik oder Logik den Kostenwert
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eines Ausführungsplanes. Plänen mit einem niedrigen Kosten-
wert wird eine schnelle Ausführungszeit nachgesagt. Ein nied-
rig ermittelter Kostenwert garantiert, aufgrund der Schätzung,
dabei nicht eine niedrige Ausführungszeit. Letztendlich wird
aus der Menge der mit Kosten zugewiesenen Query-Plänen,
der Plan mit den geringst geschätzten Kosten ausgewählt und
an die Datenbank-Engine zur Ausführung gesendet. Äußere
Faktoren wie die CPU und RAM Auslastung der Datenbank-
Engine beeinflussen des Weiteren die Ausführung eines Query-
Planes. Dies kann dazu führen, dass ein Ausführungsplan
höhere Kosten als angenommen verursacht.

B. Probleme von kostenbasierten Optimierern

Kostenbasierte Abfrageoptimierer weisen einige Problema-
tiken auf. Die Suche nach der effizientesten Ausführungszeit
kann erheblich länger werden, als die eigentlich benötigte Zeit
zur Ausführung der Query selbst. Aus dem Satz der möglichen
Query-Pläne werden nicht immer die effizientesten Pläne aus-
gewählt. Dies kann an einer schlechten Schätzung des Kosten-
Modells liegen. In diesem Fall weist das Kostenmodell einem
effizienten Ausführungsplan schlechtere Kosten zu.

Ein weiteres Problem ist, dass aufgrund von System-
Limitierungen häufig nicht alle möglichen Query-Pläne
berücksichtigt werden. Gerade bei komplexeren Join-Queries
kann unter der Beteiligung von mehreren Tabellen ein nicht
in annehmbarer Zeit durchsuchbarer Suchraum an möglich
ausführbaren Query-Plänen entstehen. Viele Datenbanksyste-
me limitieren deshalb, in Hinblick auf die Performance, die
Anzahl der maximal zu betrachteten Query-Pläne. Es ist nicht
von Interesse, immer den effizientesten Query-Plan zu ermit-
teln, wenn dies zu einer wesentlich höheren Optimierungszeit
führt.

C. Maschinelles Lernen in Query-Optimierer

Aufgrund der Komplexität zur Ermittlung effizienter Query-
Plänen verfolgt man in den letzten Jahren ein verstärktes
Bestreben, diese mit Hilfe von maschinellem Lernen zu be-
stimmen. Anstelle auf statistische Methoden zu setzen, wählt
man den Ansatz, die Bildung effizienter Ausführungspläne
zu erlernen und im weiteren Verlauf vorherzusagen. Mit die-
sem Ansatz sollen Abfrageoptimierer systematisch aus ihren
Fehlern lernen können, um die beobachtete Leistung eines
Ausführungsplans in der Zukunft in den Optimierungspro-
zess einfließen zu lassen [8]. R. Marcus und O. Papaemma-
nouil identifizieren dabei in ihrer Arbeit [8] Reinforcement
Leraning als geeigneten Ansatz zur Umsetzung eins ML-
Optimierungsprozesses.

IV. REINFORCEMENT LEARNING

Reinforcement Learning ist neben Supervised- und Un-
supervised Learning eine der drei großen Paradigmen des
Maschinellen Lernens [10]. Es behandelt Methoden, die durch
ihre Interaktion mit der Umwelt lernen. Ziel dieses interaktio-
nellen Lernens ist es, sich einer gewünschten Verhaltensweise
anzunähern [11]. Ein solcher Ansatz kann verwendet wer-
den, um das Optimierungsverhalten eines Abfrageoptimierers

zu Erlernen [4], [5], [8]. Im folgenden Kapitel wird das
Lernverhalten eines RL-Systemes näher erläutert. Dazu wird
unter anderem ein Einblick in Markov Entscheidungsprozesse
(Markov Decision Process, MDP) und deren Komponenten
gegeben.

A. Markov Entscheidungen
Ein MDP stellt ein mathematisches Framework, in dem RL-

Probleme gelöst werden können, bereit [11]. Das Lernproblem
wird als sequenzieller Entscheidungsprozess modelliert. In die-
sem interagiert ein Agent mit seiner Umwelt (Environment),
indem er eine Reihe von gewerteten Aktionen ausführt, um
eine Lösung zu finden.

Ein MDP kann als Tupel M = (S,A, T,R) dargestellt
werden und besteht dabei aus:

• Einer Menge an möglichen Zuständen (States) s 2 S
eines Environments, welche Informationen über das Pro-
blem darstellen.

• Einer Menge an möglichen Aktionen a 2 A, welche ein
Agent ausführen kann, um von einem Zustand in einen
anderen zu gelangen.

• Ein Transitionsmodell T (st, at, st+1) = p(st+1|st, at),
welches die Übergangswahrscheinlichkeit p(s0|s, a) zwi-
schen dem aktuellen Zustand st zu st+1 mittels einer
Aktion a 2 A angibt. Im Rahmen der kombinatorischen
Optimierung ist die Dynamik der Zustandsübergänge in
der Regel deterministisch und im Voraus bekannt [12].

• Eine Belohnungsfunktion (Reward Function) r = R(st)
die den aktuellen Zustand st bewertet. Belohnungen
zeigen dabei an, wie die in einem bestimmten Zustand
gewählte Handlung eine Lösung des Problems verbessert
oder verschlechtert.

Abbildung 2 zeigt die grundlegende Trainingsschleife im
Stil des MDP, nach dessen Funktionsweise im RL Trainings-
prozesse beschrieben werden.

Abbildung 2. Agent-Environment Interaktion in einem MDP

In diesem wird das Interaktionsverhalten eines Agenten als
eine Sequenz an Aktionen in einem diskreten Zeitschritt t 2
N modelliert. Führt ein Agent eine Aktion at aus, erhält er
entsprechend dem Transitionsmodell T einen neuen Zustand
st+1, sowie eine Bewertung rt für diesen.

Der MDP liegt der Markov Eigenschaft zugrunde, welche
aussagt, dass ein Zustand in der Zukunft nur von einer Aktion
in der Gegenwart abhängt, nicht aber der Vergangenheit [13].
Formell lässt sich die Aussage folgendermaßen beschreiben:
Die Transition eines Zustandes st zu st+1 hängt nicht von
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vorherigen Transitionen ⌧ = (s0, a0, s1, a1, ...) ab, sondern
ausschließlich von der aktuellen Aktion at. Diese Eigenschaft
ermöglicht, die Darstellung der kompletten Umgebung aus-
schließlich mittels des aktuellen Zustands st zu beschreiben
[11].

B. Belohnugsfunktionen
Zur Bestimmung eines zu erreichenden Lernziels wird eine

Belohnungsfunktion R modelliert. Mittels dieser erhält der
Agent ein Feedbacksignal, nach welchem er seine Aktions-
weisen richten soll. Belohnungsfunktionen sind sehr anwen-
dungsfallspezifisch. Im Grundsatz gilt, dass ein erwünschtes
Verhalten mit einem positiven Zahlenwert belohnt und falsches
Verhalten mit einem negativen Wert bestraft wird.

Bekommt ein Agent ausschließlich beim Erreichen eines
Ziels eine Belohnung, so ist es ihm nicht möglich herzuleiten,
welche Aktion in der Sequenz an Interaktionsschritten für
diese verantwortlich war [13], [14]. Ziel des RL ist es, ein
Verhalten zu erlernen, welches zu einer Maximierung der Be-
lohnung führt. Aufgrund dessen kann die erhaltene Belohnung
als Erwartungswert angesehen werden, welcher sich aus der
Summe aller erhaltener Belohnungen von t = 0 bis t = T
zusammensetzt (siehe Formel 1).

Gt =
TX

t=0

R(st) (1)

Diese Definition findet nur Gültigkeit, sollte ein terminaler
Zustand existieren. Ein terminaler Zustand tritt auf, wenn ein
Agent keine weitere Aktion in einem gegebenen Zustand st
ausführen kann. Sollte kein terminierender Zustand vorhan-
den sein, könnte Gt potenziell 1 annehmen. Zur Lösung
dieses Problems wird ein Diskreditierungsfaktor � = [0, 1]
eingeführt, welcher eine Gewichtung der Belohnung nach
Zeitschritten ermöglicht (siehe Formel 2).

Gt =
TX

t=0

�tR(st) (2)

Der Diskreditierungsfaktor � dient zur Spezifizierung, ob
ein Fokus auf kurzfristige oder langfristige Belohnung ge-
setzt wird. Umso näher � sich Null annähert, desto mehr
Wert wird auf eine direkte Belohnung gelegt. Die Wahl von
0 < � < 1 sorgt dafür, dass bei nicht endenden Aufgaben der
Erwartungswert definierbar bleibt und nicht 1 annimmt [10].
Der Diskreditierungsfakor kann auch bei einem existierenden
terminalen Zustand verwendet werden.

C. Steuerungsstrategie
Das Verhalten, auf dessen Grundlage ein Agent eine Aktion

a in seinem Environment wählt, wird als Steuerungsstrategie
(Policy) bezeichnet. Dabei kann zwischen einer deterministi-
schen und stochastischen Policy unterschieden werden. Eine
deterministische Policy µ(s) = a bildet einen Zustand s auf
eine Aktion a ab. Im Gegensatz dazu weist eine stochastische
Policy ⇡(s|a) = 0...1 jedem Zustand s eine Wahrscheinlich-
keitsverteilung über alle Aktionen a 2 A zu [11], [13]. Ziel ist

es, die optimale Policy ⇡⇤(s) zu finden, um die erwartete ak-
kumulierte diskreditierte Belohnung Gt über alle Zeitschritte
t zu maximieren. Dabei ist die Policy veränderbar und besitzt
Parameter ✓, die im Laufe des Trainings langsam angepasst
werden, bis dies zu einer Konvergenz der diskreditierten Ge-
samtbelohnung führt. Die optimale Steuerungsstrategie ⇡⇤(s)
kann durch ein Neuronales Netz approximiert werden, welches
den Zustand s als Eingabe erhält und zu einer Aktion a
abbildet [10].

D. Wertefunktion
Die Wertfunktion (Value Funktion) V (s) trifft eine Aus-

sage über den Wert eines durch die Strategie verursachten
Zustandes (siehe 3). Als Aussagewert wird dabei die erwartete
zukünftige Belohnung verwendet, die es von der Steuerungs-
strategie zu maximieren gilt.

V ⇤(s) = max
⇡

E
⌧⇠⇡

[R(⌧)|s0 = s] (3)

Wertefunktionen finden Verwendung in einer Vielzahl von
RL-Algorithmen. Diese werden meist durch ein NN realisiert.
Ziel ist es, durch Funktions-Approximation die optimale Wer-
tefunktion V ⇤(s) zu finden. Die trainierbaren Parameter einer
Wertefunktion sind als � dargestellt [13], [14].

E. Bellman-Equation
Das Optimalitätsprinzip von Bellman (Bellman-Equation)

nach Richard Bellman liefert einen rekursiven Ansatz zur
Lösung eines MDP [10] (siehe Formel 4). Es gilt als mathe-
matische Basis zum Training zahlreicher RL-Agenten.

V ⇤(s) = max
a

(R(st) + �V ⇤(st+1)) (4)

Mit ihr ist es möglich, die optimale Wertefunktion V ⇤(s)
zu approximieren. Sie gibt an, welche langfristige Belohnung
angesichts des aktuellen Zustandes erwartet werden kann,
unter der Annahme, dass jede folgende Aktion der Optimalen
entspricht. Die Gleichung besteht aus vier primären Attributen:

• Einer Maximierungsfunktion, welche eine Aktion wählt,
die die erwartete Belohnung maximiert.

• Einer Belohnungsfunktion R(st) zur Ermittlung der Be-
lohnung für einen gegebenen Zustand.

• Einem Deskreditierungsfaktor � 2 [0, 1], welcher den
rekursiven Aufruf der Wertfunktion mit st+1 diskreditiert.

• Einer Wertefunktion V (s), welche eine Aussage über den
zu erwartenden Wert eines Zustandes trifft.

V. ERSTE ANSÄTZE

A. Deep Reinforcement Learning in Datenbank-Optimierern
zur Join-Order-Optimierung

Der in der Arbeit Deep Reinforcement Learning for Join
Order Enumeration (ReJOIN) [3] vorgestelle Algorithmus ist
einer der ersten Ansätze, ML in Abfrageoptimierern zu inte-
grieren. Dabei handelt es sich um ein Proof of Concept zweier
Forscher der Brandeis University. ReJOIN wurde entwickelt,
um bessere Tabellen-Join-Reihenfolgen zu ermitteln. Dabei
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wird das Lernsystem in das bestehende Datenbanksystem von
PostgreSQL integriert.

Während des Lernvorganges erhält ReJOIN die möglich zu
verknüpfenen Tabellen einer SQL-Abfrage als Startzustand.
Anhand des Startzustandes wählt ReJOIN für jeden Interakti-
onsschritt t eine Aktion at aus, um zwei Tabellen miteinander
zu verknüpfen. Diese Interaktion findet solange statt, bis
alle Tabellen einer SQL-Abfrage miteinander verknüpft sind
und dadurch ein terminaler Zustand erreicht wird. Ist ein
terminaler Zustand erreicht, wird der von ReJOIN ermittel-
te Verknüpfungsplan an das Kosten-Modell von PostgreSQL
übergeben. Die dabei von Postgres geschätzten Kosten dienen
dem Agenten als Belohnung, welche dieser über mehrere
Trainingsiterationen zu verringern versucht [3].

Als Trainingsmethode verwendet ReJOIN hierbei das von
Schulman et al. [15] vorgestellte proximal policy optimization
(PPO) Verfahren. Basierend auf seiner mit ✓ parametrisierten
Steuerungsstrategie µ✓ bestimmt ein Agent seine nächste Ak-
tion. Hierzu ermittelt der Agent mit µ✓ für jede mögliche Ver-
knüpfungsaktion at eine erwartete Punktzahl. Anschließend
wählt dieser die Aktion mit der höchsten erwarteten Punktzahl
zur Ausführung aus.

B. Ergebnisse von ReJOIN

Obwohl ReJOIN nur die Join-Reihenfolge optimiert, reicht
dies schon aus, um bessere Query-Pläne zu erstellen als der
bestehende Optimierer von Postgres [3]. Das verdeutlicht die
folgende Abbildung 3, welche die Query-Plan-Kosten der
von ReJOIN erstellten Pläne im Lernverlauf aufzeigt. Als
Referenz dienen in der Darstellung die Kosten der Query-
Pläne des PostgresSQL-Optimierers (horizontale Gerade bei
100%). Anfangs werden mit ReJOIN Query-Pläne erstellt, die
neunfach schlechtere Kosten aufweisen, als die von Postgres.
Mit fortschreitender Lernzeit verbessern sich die Query-Pläne,
bis sie im Durchschnitt ⇡80% der Kosten des Vergleichs-
Optimierers aufweisen, wie in Abbildung 3 ersichtlich.

Abbildung 3. ReJOIN Lernverlauf

Gemessen an der Optimierungszeit sind ebenfalls Verbes-
serungen festzustellen. Durchschnittswerte hierzu werden in
Abbildung 4 gegenübergestellt. Während die Optimierungszeit

mit steigender Anzahl von Relationen bei dem Postgres-
Optimierer stetig ansteigt, ist bei ReJOIN eine konstante Opti-
mierungszeit festzustellen. Bei einer Anzahl von 17 Relationen
lässt sich daher ein klarer zeitlicher Unterschied erkennen. Die
beiden Darstellungen von ReJOIN mit ”with updateünd ”no
update”verdeutlichen, ob sich ReJOIN noch in der Lernphase
befindet. Dabei steht ”with update”für eine noch aktive Lern-
phase.

Abbildung 4. ReJOIN Optimierungszeit

C. Bewertung von ReJOIN
Die Umsetzung von ReJOIN eignet sich zwar gut, um die

Möglichkeiten von ML in Datenbank-Optimierern zu demons-
trieren, allerdings sind einige Limitierungen der Umsetzung
zu erkennen. Zum einen optimiert ReJOIN nur die Join-
Reihenfolge, zum anderen werden Komponenten wie bspw. die
Wertefunktion nicht eigens erlernt, sondern durch das Kosten-
Modell des PostgresSQL-Datenbanksystems abgebildet. Daher
kann ReJOIN nur als Zwischenschritt zu einer vollständigen
Lösung mit Maschinellem Lernen gewertet werden.

VI. END-TO-END OPTIMIERER MIT REINFORCEMENT
LEARNING

Bei ersten Ansätzen, maschinelle Lernverfahren in
Datenbank-Optimierer zu integrieren, wurden nur Teilbereiche
des Optimierungsverfahrens betrachtet. Diese Umsetzungen
waren nicht vollständig unabhängig von Komponenten
bestehender Optimierer.

Da diese ersten Ansätze schon gute Ergebnisse lieferten, ist
es nachvollziehbar, dass in einem weiteren Entwicklungsschritt
sogenannte End-to-End Optimierer entwickelt wurden. End-to-
End bedeutet in diesem Kontext, dass die komplette Ermittlung
des Ausführungsplanes auf Basis maschinell erlernter Metho-
den erfolgt. Neben der Auswahl der Join-Reihenfolge sollten
Optimierer nun auch bspw. die Index- und Operator-Auswahl
intelligent wählen können [4].

A. Neo
Die Abbildung 5 stellt den Aufbau eines der ersten End-To-

End Query-Optimierers, basierend auf maschinellem Lernen,
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dar [4]. Konkret handelt es sich hierbei um Neo (Neuronal
Optimizer), eine Umsetzung, bei der auch Forscher des bereits
vorgesttelten ReJOIN beteiligt waren. Insgesamt setzte sich
das Team aus acht Forschern der Brandeis University und des
Massachusetts Institute of Technology (MIT) zusammen.

Im Vergleich zu ReJOIN zeichnet sich Neo insbesondere
durch folgende Punkte aus:

• Vorwissen aus einem Experten-Optimierer.
• Eigene Kostenermittlung.
• Berücksichtigung von Daten in der Datenbank.
• Erstellen kompletter Query-Pläne.
Neo’s Lernprozess teilt sich in zwei Phasen. Pha-

se eins behandelt den Aufbau eines Erfahrungssatzes an
Ausführungsplänen. Diese werden von bereist bestehen-
den Experten-Optimieren erstellt und zusammen mit ihrer
tatsächlich benötigten Ausführungszeit als Erfahrung abge-
speichert. Mithilfe der gesammelten Erfahrungen trainiert Neo,
wie in [8] vorgeschlagen, in seiner zweiten Phase eine Werte-
funktion, um zukünftig die erwarteten Ausführungszeit eines
Ausführungsplanes selbständig schätzen zu können. Das Trai-
nieren anhand des Erfahrungssatzes beschleunigt den Lernpro-
zess erheblich und reduziert die Trainingszeit von Wochen auf
wenige Stunden [4].

Des Weiteren trainiert Neo mithilfe der Wertefunk-
tion eine Steuerungsstrategie zur Wahl des optimalsten
Ausfürungsplanes. Dabei werden die von der Steuerungsstra-
tegie vorgeschlagenen Pläne der Wertefunktion übergeben,
welche daraus den Plan mit der geschätzen niedrigsten
Ausführungszeit auswählt. Der erwählte Ausführungsplan
wird anschließend von dem Datenbanksystem ausgeführt.
Nach der tatsächlichen Ausführung eines Planes wird dieser,
ebenso mit seiner benötigten Ausführungszeit, in Neo’s Erfah-
rungssatz gespeichert.

Abbildung 5. Neo Architektur [4]

B. Ergebnisse von Neo
Die experimentelle Umsetzung mit Neo hat gezeigt, dass

maschinell gelernte Optimierer gleichwertig oder sogar besser

abschneiden als traditionelle Optimierer großer Datenbankher-
steller wie Microsoft oder Oracle [4].

Dabei wurde Neo mit drei Benchmarks auf unterschied-
lichen Datenbanksystemen getestet. Die dabei verwendeten
Benchmarks sind [4]:

• JOB: Der join order benchmark [1], beinhaltet einen
Satz an komplexen Abfragen zur Internet-Filmdatenbank
IMDB.

• TPC-H: Ein von M. Poess und C. Floyd [16] vorgestell-
ter Standard Benchmark, unter Verwendung des Scale-
Faktors 10.

• Corp: Ein 2TB großer Datensatz an 8.000 einzigartigen
Abfragen. Dieser wurde unter der Bedingung der An-
onymität von einem großen Unternehmen den Forschern
Marcus et al. zur Verfügung gestellt.

Das Ergebnis dieser Benchmarks ist in Abbildung 6 zu se-
hen. Aufgeführt werden die normalisierten Ausführungszeiten
auf der Y-Achse und die verschiedenen Datenbanksysteme
auf der X-Achse. Die horizontale Gerade mit dem Wert eins
der Y-Achse steht für die durchschnittliche Ausführungszeit
der Query-Pläne des zu Grunde liegenden Datenbanksystems.
Alle dargestellten Balken sind somit Ausführungszeiten von
Neo-Query-Plänen. Balken geringerer Höhe verdeutlichen eine
schnellere Ausführungszeit als des Vergleichsoptimierers. So-
mit schlägt Neo die Optimierer von PostgresSQL und SQLite
für alle Benchmarks teils deutlich.

Interessant ist der Vergleich zu den großen Datenbank-
Systemen. Hier ist zu erkennen, dass Neo bei zwei der drei
Benchmarks besser abschneidet. Für den TPC-H Benchmark
ist Neo minimal schlechter. Neo’s Autoren nehmen an, dass die
bessere Performance des MS-SQL-Servers wie auch Oracle’s
Query-Optimierer daher ruht, dass diese Systeme eine starke
Anpassung an den TPC-H Benchmark besitzen [4].

Abbildung 6. Ausführungszeiten Neo-Query-Pläne auf unterschiedlichen
Plattformen im Verhältnis zu Query-Pläne anderer Optimierer [4]

C. Bewertung von Neo

Neo ist eine sehr leistungsfähige Umsetzung eines Query-
Optimierers, basierend auf einem maschinellen Lernverfahren.
Trotz seiner Leistungsfähigkeit weist Neo dennoch einige
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Tabelle I
GEGENÜBERSTELLUNG DER VORGESTELLTEN QUERY-OPTIMIERER

Funktion Traditionell ReJOIN Neo Bao
Benötigt Kardinalitätsschätzung X - x X
Benötigte Kostenmodell X X x X
Benötigt Vortraining x x X x
Anpassung an neues Datenschema X x x X
Anpassung an veränderten Datenbestand X x x X
Anpassung an neuen Workload X - Langsam X
Cacheüberwachung Möglich x x X
Lernzeit - 3h 24h 1h

Schwächen auf, die es erschweren, ihn im produktiven Umfeld
einzusetzen.

Ein Problem ist unter anderem der Lernaufwand. Neo
benötigt ca. 24 Stunden Trainingszeit, um den Optimierer
von PostgreSQL in Punkt Ausführungszeit zu schlagen [5].
Ebenfalls ist es erforderlich, eine große Menge Trainingsdaten
für die erste Trainingsphase bereitzustellen. Des Weiteren
besteht der Umstand, dass nach einer Änderung des Daten-
bankschemas, sowie bei Veränderung der Daten, das Training
hinfällig wird und erneut durchlaufen werden muss [5].

Ein weiterer wichtige Punkt ist, dass Neo die Performance
der Query-Ausführung nur in Hinblick auf die durchschnitt-
liche Ausführungszeit verbessert. Es ist weiterhin möglich,
wesentlich schlechtere Ausführungszeiten für einzelne Queries
zu erhalten [5].

VII. DERZEITIGE ENTWICKLUNG

Derzeit erfolgt ein Trend, maschinelles Lernen in Optimie-
rern praktikabler zu machen [5]. Ein Beispiel für diesen Trend
ist der Bandit Optimizer (Bao). Bao wurde entwickelt, um
die Schwächen vorheriger Umsetzungen in Hinblick auf die
Verwendbarkeit zu verbessern. Diese zeigt sich insbesondere
durch die verminderte Komplexität und geringere Trainings-
zeit.

Unter anderem wurde Bao konzipiert, um sich auf
Veränderungen im Workload, Datenschemata und der Daten
anzupassen [5]. Anders als bei Neo versucht man nicht, wei-
tere maschinelle Lernverfahren in den Optimierungsprozess
zu integrieren. Man versucht, die Verwendbarkeit dadurch
zu erhöhen, indem man auf das erlernte Value-Netzwerk
verzichtet und einen traditionellen Query-Optimierer für die
Bildung der Query-Pläne verwendet.

Im Zentrum des Reinforcement Learning Ansatzes bei Bao
steht das Erlernen der Einschränkung bezüglich der Operator-
typen [5]. Durch sogenannter Hints steuert Bao den Optimierer
zu einem qualitativ besseren Query-Plan.

Hints werden von unterschiedlichen Datenbanksystemen zur
Verfügung gestellt. Dadurch ist es möglich, durch die Angabe
von Flags Einschränkungen dem DBMS vorzugeben. Es ist
somit möglich, bei einem Query-Plan vorzugeben, Operatio-
nen wie den Merge-Join zu untersagen oder die Verwendung
eines Indexes vorzuschreiben.

Bao wählt für einen Query-Plan einen Satz von Operatorty-
pen aus. Der resultierende Query-Plan wird ausgeführt und

das Ergebnis der Ausführung wird als Erfahrung dem NN
zurückgegeben. Somit werden immer nur die Gruppen von
Hints gelernt, die die besten Ergebnisse liefern.

Wesentliche Unterschiede der, in dieser Arbeit, vorgestell-
ten Umsetzungen werden in der Tabelle 1 wie in [5] ge-
genübergestellt.

VIII. FAZIT UND AUSBLICK

Gemessen an den Ergebnissen der vorgestellten Arbeiten
zeigt sich, dass maschinelles Lernen im Allgemeinen und
Reinforcement Learning im Speziellen sehr gut für den Einsatz
in Datenbank-Query-Optimierern geeignet ist. Bereits erste
Ansätze maschineller Lernverfahren in Teilen der Query-
Optimierung zeigen hier vielversprechende Ergebnisse.

Es lässt sich ein großes Potential KI-betriebener Optimierer
erkennen. Erste Umsetzungen eines End-to-End Optimierers
in Form von Neo übertreffen bereits Ausführungszeiten kom-
merzieller Optimierern, wie Microsoft und Oracle.

Das Potenzial ML-betriebener Optimierer kann unter an-
derem durch die Hinzunahme weitere Zustände, welche auf
die Ausführungszeit eines Query-Plans Einfluss nehmen, er-
weitert werden. Dazu zählen bspw. Cache-Zustände, sowie
die Information weiterer ausgeführter Applikationen auf dem
Datenbank-Server.
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